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Resumen

Como consecuencia del ciclo sísmico en la zona de subducción chilena, es posible
visualizar desplazamientos en la superficie terrestre gracias a series de tiempo
de estaciones GNSS, siendo los desplazamientos mas visibles los asociados al
periodo co-sísmico, marcados por grandes desplazamientos hacia el este. De
todas maneras, en el resto de la serie de tiempo se pueden encontrar múltiples
desplazamientos con distintos orígenes, entre los cuales se pueden encontrar los
desplazamientos transientes , los cuales corresponderían a una variación súbita
de la señal, que decaerá en el tiempo a lo largo de días hasta meses, y que según
algunos autores podrían actuar como eventos precursores para grandes terremotos.
En particular, para caracterizar estos desplazamientos se utilizó un modelo de
trayectoria conocido, en donde ocupan una suma de 3 términos exponenciales
para modelar un desplazamiento transiente, razón por la cual en este trabajo se
les refiere como desplazamientos multi-transientes.

Para abordar el problema inverso y a diferencia de otras investigaciones, donde se
utiliza un enfoque optimal, se recurrió a un enfoque bayesiano transdimensional,
esto debido a sus propiedades asociadas a la selección de modelo y al contenido
de información que presentan los datos. Tomar un enfoque transdimensional se
debe a que en un principio no se conocen la cantidad de multi transientes que se
puedan encontrar en la serie de tiempo, por ende tampoco se conoce la dimensión
del modelo de trayectoria, luego, la dimensión de este también será una incógnita.
Como la inferencia bayesiana bayesiana esta basada en el teorema de Bayes, se
buscará encontrar una función de densidad de probabilidad (PDF) que permita
describir que tan probable es un modelo, según los datos. Luego las soluciones del
problema inverso vendrán dadas por el muestreo de dicha PDF. Para este muestreo
se recurrió a una técnica conocida como reversible jump Markov Chain Montecarlo
la cual permite abordar el problema transdimensional de forma computacional.
Para probar la metodología se hicieron una serie de simulaciones para series
de tiempo de distintas características y complejidades obteniendo muy buenos
resultados para los casos ideales (i.e con ruido blanco) pudiendo caracterizar de
muy buena manera la serie de tiempo. Sin embargo, al momento de probar el
método con datos reales, el ajuste realizado puede parecer no del todo correcto,
esto asociado principalmente a una incorrecta caracterización del ruido de la
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señal. No obstante, se pudieron identificar de todas formas ciertas deformaciones
transientes que pudieron ser contrastadas con investigaciones previas y que además
podrían ser atribuibles a fenómenos tales como un terremoto lento. Ahora bien,
esta metodología aun se encuentra en desarrollo, por lo que los resultados obtenidos
en este trabajo sirven como base para el desarrollo de futuras investigaciones
utilizando inferencia bayesiana transdimensional.
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Capítulo 1. Introducción 1

Capítulo 1

Introducción

1.1. Contexto

Gran parte del territorio chileno se encuentra ubicado geográ�camente frente a la

convergencia de dos placas tectónicas, la placa de Nazca y la placa Sudamericana,

cuya velocidad de convergencia es de las mas altas del planeta, tomando valores

entre 60-70 mm/yr (Angermann et al. 1999; Sdrolias and Müller 2006). Por esta

razón, Chile un país constantemente afectado por diferentes fenómenos tales como

terremotos, tsunamis o erupciones volcánicas.

Estas zonas de convergencia son llamadas zonas de subducción, donde una placa

tectónica oceánica se mete por debajo de una placa tectónica continental y

son además los lugares donde se concentran los mayores terremotos registrados

(Rikitake 1976; Ru� 1996; Bilek and Lay 2018). En el contacto entre ambas placas,

ocurre un fenómeno conocido como ciclo sísmico, el cual es un proceso repetitivo

durante el cual se acumula energía por décadas a siglos, y se libera repentinamente

por un terremoto. Este fenómeno tiene además una contribución constante a la

deformación de la corteza terrestre, la cual se traduce en desplazamientos en la

super�cie.
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Figura 1.1.1: Esquema ideal para el desplazamiento durante el ciclo sísmico con
sus tres fases principales, intersísmico, cosísmico y post sísmico (Reddy et al.,
2011).

El ciclo sísmico consta de tres periodos principales (ver �g 1.1.1), el primero es

el periodo intersísmico, donde ambas placas tectónicas se encuentran acopladas,

acumulando tensión elástica en la zona de contacto, produciendo desplazamientos

sostenidos en el tiempo en la super�cie terrestre (Govers et al., 2018) y su

duración puede abarcar de décadas a siglos. Posterior al periodo intersísmico,

se encuentra el periodo cosísmico, donde la sección bloqueada se desacopla (i.e

ocurre un terremoto) produciendo un deslizamiento libre, provocando así, una

extensión rápida de la placa continental, generando grandes desplazamientos en

un periodo corto de tiempo, dicho periodo es el de menor duración de los cuatro,

abarcando tiempos del orden de minutos. El último periodo es el postsísmico,

el cual puede dividirse entre temprano y tardío. En el postsísmico temprano

ocurre un deslizamiento tardío (afterslip) (Lin et al., 2013) que sigue al terremoto

en el mismo plano de falla, generando pequeños desplazamientos posterior a la

ocurrencia del sismo. En este periodo también comienza el re acople entre las

placas. Finalmente se encuentra el periodo postsísmico tardío donde predominan
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desplazamientos asociados a la respuesta del material viscoso al rededor de la

falla como respuesta al cambio de tensión producido por el terremoto (Freed

et al. 2007; Pollitz et al. 2000). Con el tiempo, la señal postsísmica decaerá, y las

observaciones se aproximarán nuevamente a un patrón intersísmico. La duración

de estos periodos es muy relativa dependiendo de la ubicación geográ�ca y de la

magnitud de los eventos previos, sin embargo los tiempos de duración mencionados

hacen referencia a lo observado para el caso chileno.

El ciclo sísmico tiene una constante in�uencia en los desplazamientos observados en

la super�cie terrestre, ya sea por la ocurrencia de un terremoto, u otros procesos

relacionados a este. Sin embargo, estas no son las únicas fuentes que pueden

contribuir a la deformación de la corteza terrestre, otros fenómenos que pueden

tener algún aporte son por ejemplo, el ajuste isostático glacial (Khan et al. 2010;

Jiang et al. 2010), o la carga hidrológica (Heki 2001). Tomando en cuenta todo lo

anterior, es interesante preguntarse si es posible caracterizar estos desplazamientos

en el tiempo y estudiar los eventos que hacen que la super�cie terrestre se mueva de

la forma que lo hace. En particular durante el periodo intersísmico, con el objetivo

de caracterizas ciertos fenómenos que puedan actuar como señales precursoras a

un gran terremoto.

Lo anterior es posible gracias al Sistema Global de Navegación por Satélite (GNSS),

el cual nos permite, mediante un instrumento, determinar la posición en cualquier

lugar de la Tierra de un punto con cierta exactitud, pudiendo generar así series de

tiempo que nos muestren la evolución temporal del desplazamiento en dicho punto

de la super�cie terrestre. Series de tiempo de GNSS han sido usadas para estudiar

algunos de los fenómenos anteriormente mencionados y sus contribuciones a la serie

de tiempo ( Knowles et al. 2020; Ferreira et al. 2019a; Klein et al. 2019a), pero entre

otras contribuciones que podemos encontrar, existe un tipo de señales llamadas

transientes. Estas señales corresponden a una variación súbita en la amplitud de

la señal, que decae en un periodo relativamente corto de tiempo (decenas de días a

meses). Dichas señales pueden ser originadas por distintos fenómenos, tales como

los asociados al periodo post sísmico, sin embargo algunas investigaciones sugieren

que desplazamientos asociados a transientes pueden aparecer en ventanas de

tiempo previas a grandes terremotos (e.g Melbourne and Webb 2002; Kumazawa

et al. 2010; Bedford et al. 2020) por lo que resulta interesante poder identi�car y

caracterizar dichas señales en el tiempo.
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La manera de poder hacer esto, es mediante la creación de un modelo de trayectoria.

Con modelo de trayectoria (y modelo en general), nos referimos a una ecuación

matemática que nos permita hacer una predicción del desplazamiento de un punto

a lo largo del tiempo. La creación de estos modelos de trayectoria ha sido uno de

los tópicos principales desde que se comenzó a desarrollar la tecnología de GNSS.

El primero de estos modelos consistió solo de un modelo de velocidad constante

(Michael Bevis, 2014), sin embargo, a medida que nuevas redes de estaciones

GNSS se fueron desarrollando, fueron también desarrollándose nuevos modelos

que permitían ajustar otros fenómenos que contribuían a la señal, y que no podían

ser explicados solo con un modelo de velocidad constante. Un ejemplo de esto, es

el modelo de trayectoria propuesto por Bedford and Bevis (2018), el cual tiene la

forma:

x(t) = x0 + v(t � t r ) +
n jX

j =1

bj H (t � t j ) +
nkX

k=1

[sk sin(! k t) + ckcos(! k t)]

+
n rX

r =1

n iX

i =1

�
A i

�
1 � e� (t � t r )1=Ti

��
+ � (t) (1.1.1)

Donde cada término de la ecuación corresponde a la contribución de los distintos

fenómenos previamente mencionados. De forma particular, los dos primeros

términos hacen referencia al movimiento secular o de velocidad constante, el

segundo se encarga de ajustar saltos repentinos en la señal, el tercero corresponde

a movimientos relacionados con la carga estacional y por ultimo se encuentra

el termino encargado de describir los desplazamientos asociados a transientes.

Cabe mencionar que esta ecuación será ligeramente modi�cada (ver sección 3.2) y

sus distintas componentes también serán revisadas en mayor detalle en secciones

posteriores.

Es importante notar que la ecuación 2.1.4 permite caracterizar la señal por medio

de un conjunto de parámetros asociados a los distintos términos de la ecuación

(e.g bj , sk , ck , etc). Típicamente, un sistema físico o modelo, puede describirse en

base a un vectorm cuyos valores caracterizan por completo el modelo, luego es

posible describir el sistema de la forma:

d = G(m); (1.1.2)
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donded corresponderá a las observaciones yG(m) corresponderá a las predicciones

hechas por nuestro modelo. En particularG(m) representará la teoría física detrás

del modelo (Ye et al., 2019) y será dependiente del vectorm. Sin embargo, si

nuestro modelo es lineal, podremos escribir entonces:

d = Gm ; (1.1.3)

dondeG corresponderá a la matriz de diseño ym será el vector que contenga los

parámetros del modelo (bj , sk , ck , etc ).

El poder hacer predicciones en base a una ecuación (modelo), se conoce como

problema directo, sin embargo, nosotros no conocemos a priori el valor numérico

de cada parámetro presente en nuestro modelo, no obstante, sí sabemos cuanto se

desplazó un punto determinado gracias a los datos entregados por estaciones GNSS.

Esto nos lleva a resolver el problema inverso, que es lo realmente importante,

puesto que así podremos determinar dichos parámetros y caracterizar la señales

con todas sus contribuciones.

Existen muchas formas de poder resolver el problema inverso, las cuales pueden

tener un enfoque bayesiano o uno optimal, es este último el que suele usarse para

resolver este tipo de problemas relacionados a modelos de trayectoria (e.g Bedford

and Bevis 2018). El objetivo principal de este enfoque, es encontrar un vector

m que contenga los valores de los parámetros del modelo mediante una función

que minimice los residuales entre el modelo y las observaciones. El tamaño de

los residuales suele medirse normalmente con la norma L2, es decir, mínimos

cuadrados.

min(jG(m) � dj22) (1.1.4)

Ahora bien, como en geofísica los problemas suelen ser mal condicionados y además

de no contar con su�ciente información a priori, en este tipo de metodologías se

suelen ocupar métodos de regularización que podrían incorporar un sesgo erróneo

a los resultados.

Por otro lado, un enfoque bayesiano, aborda el problema inverso en términos del

contenido de información que brindan nuestros datos sobre los parámetros. Tal

información es codi�cada por medio de funciones de distribución de probabilidad
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(PDF), las que se relacionan por medio del teorema de Bayes.

P(mjd) =
P(djm)P(m)

P(d)
; (1.1.5)

donde cada termino corresponde a una función de distribución de probabilidad

(PDF). Luego por consecuencia, toda información debe expresarse en forma de

una PDF, tanto para las incógnitas (i.e parámetros del modelo,prior distribution )

como para los datos, especí�camente las discrepancias entre el modelo y las

observaciones (likelihood distribution) (Bretthorst, 1988). En nuestro caso, además

de los parámetros del modelo, la dimensión de este también será una incógnita,

puesto que a priori no sabemos cuantos transientes habrán en nuestra serie de

tiempo, ni la complejidad de estos, haciendo que el número de parámetros varíe

según el caso, esto hace que nuestro problema tome un carácter transdimensinal

El objetivo principal entonces, será encontrar una PDF que nos describa la

probabilidad de tener un modelom dado nuestros datosd (posterior PDF). Lo

interesante de abordar el problema desde una perspectiva bayesiana, es que serán

los mismos datos los que nos entreguen toda la información que necesitemos sobre

el modelo, puesto que no es necesario que la información a priori sea del todo

precisa e informativa (Bretthorst, 1988).

Si bien, el objetivo del enfoque bayesiano en nuestro caso es encontrar una PDF

que nos describa la probabilidad de que nuestros datos hayan sido generados

por un cierto modelo, nuestra solución �nal no será esta. Luego, la solución del

problema inverso estará expresada en función de las muestras de la PDF obtenida.

Esto signi�ca entonces, que la solución de un problema inverso no será solo un

modelo, sino una colección de ellos que son consistentes con los datos y con la

información a priori, a diferencia del enfoque optimal, donde encontramos un solo

modelo que minimice los residuales.

Como la solución de nuestro problema vendrá expresada por el muestreo de nuestro

posterior es necesario recurrir con métodos de muestreo para poder encontrar

las soluciones del problema inverso. Entre estás técnicas, podemos encontrar la

cadena de Markov Monte Carlo (MCMC), la cual, a grandes rasgos consiste en

una cadena de Markov que parte desde un modelo inicial que se compara con uno

nuevo propuesto, luego un modelo será seleccionado por sobre otro mediante la
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regla de Metropolis-Hasting (Green, 1995). Esta técnica es ampliamente usada en

geo ciencias (Sambridge et al., 2006), y es bastante efectiva para problemas donde

la dimensión del modelo es conocida, sin embargo, en nuestro caso esto no se

cumple. Como alternativa a esto, se recurrirá a una modi�cación de esta técnica,

llamada reversible jump Markov Chain Monte Carlo(rjMCMC) (Green, 1995) la

cual sigue la misma lógica del MCMC pero modi�ca la regla de Metropolis-Hasting

para la aceptación de un modelo por sobre otro tomando en cuenta el cambio de

dimensión.

Ahora bien, debido al gran número de modelos consistentes con nuestros datos

resultantes del muestreo del posterior, es sumamente importante contar con

herramientas de selección de modelos para poder elegir el mas adecuado dentro de

todas las opciones. El rjMCMC cuenta con herramientas inherentes que permiten

hacer selección de modelo (siguiendo el principio de parsimonia (Sambridge et al.,

2006)), sin embargo, es interesante poder comparar esto con otras alternativas,

como lo es el calculo de la evidencia. La evidencia corresponde al denominador de

la ecuación(1.1.5) la cual puede interpretarse como cuan bien el modelo propuesto

es capaz de describir las observaciones (Sambridge et al., 2006). Consecuentemente

se favorecerá entonces el modelo que presente una mayor evidencia.

Como se ha estado mencionado, para este trabajo se utilizará un enfoque

bayesiano para resolver el problema inverso, sin embargo, este enfoque tiene

algunos detractores, que indican que las propiedades físicas de la Tierra no pueden

ser tratadas como variables aleatorias, puesto que existe solo una Tierra. Otro

motivo es la gran dependencia del resultado �nal con la elección de un prior, puesto

que pueden entrar en juego información que no tenga que ver con el problema. Sin

embargo, tanto el enfoque bayesiano como el optimal suelen entregar resultados

similares (Sambridge et al., 2006), pero a diferencial del enfoque optimal, el

enfoque bayesiano entrega una gran cantidad de soluciones. De este modo, la

caracterización de la incertidumbre es un proceso natural en inferencia bayesiana.

Ahora bien, tomando en cuenta lo anterior, resulta interesante comparar los

resultados de ambas metodologías frente a un mismo problema, es por esto que

en este trabajo también se buscará comparar los resultados del enfoque bayesiano,

con una metodología optimal, en particular la usada por Bedford and Bevis 2018.
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1.1.1. Hipótesis

Es posible recuperar el número y la complejidad de los desplazamientos

transientes a partir de observaciones GNSS, utilizando un modelo simple de

trayectorias y selección bayesiana de modelos.

1.1.2. Objetivos generales

Aplicar inferencia bayesiana transdimensional en inversiones de series de

tiempo GNSS, tanto sintéticas como reales.

Aplicar métodos de muestreo (rjMCMC) para encontrar soluciones del

modelo de trayectoria

Comprar resultados de rjMCMC con otros métodos optimales.

1.1.3. Objetivos especí�cos

Encontrar tiempo de inicio y dimensión de multi transientes en series de

tiempo sintéticas y reales de GNSS.

Realizar análisis en mas de una componente.

Identi�car fenómenos menos visibles tales como terremotos lentos.

Comparar técnicas de selección de modelo analíticas con resultados de

rjMCMC
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Capítulo 2

Marco Teórico

2.1. Modelo de trayectoria

El sistema sistema global de navegación por satélite (Global Navigation Satellite

System, GNSS) nos permite determinar la posición en cualquier lugar de la Tierra

de un objeto con cierta exactitud dependiendo del instrumento. En particular,

para el monitoreo de desplazamientos en la super�cie terrestre, se suelen utilizar

estaciones continuas que entregan constantemente datos de su posición, pudiendo

así tener una idea general de como se está moviendo la corteza terrestre. Sin

embargo, es necesario tener algún modelo que nos permita poder caracterizar la

posición de las estaciones geodésicas en función del tiempo y así proporcionar un

medio para predecir la posición de una estación como también para poder analizar

las distintas contribuciones que hicieron que la señal tuviera dicha forma. Esto es

conocido como modelo de trayectoria.

A lo largo del tiempo y a medida que se han ido incrementando los conocimientos

en el área, se han ido implementando distintos modelos de trayectoria yendo

desde lo mas simple a modelos un poco mas complejos (ver Ferreira et al. (2019b);

Michael Bevis (2014); Bedford and Bevis (2018); Klein et al. (2019b); Sobrero et al.

(2020)). El primero de estos modelos, y el más simple para una tierra dinámica,

considera un modelo de velocidad constante (CVM, Michael Bevis (2014)) en

donde cada coordenada cartesiana geocéntrica para cada estación es expresada

como una función lineal en el tiempo según el vector.
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x(t) = x0 + v(t � t r ) (2.1.1)

Donde x0 corresponde a la posición inicial,v(t) velocidad de la estación yt r

el tiempo de referencia. Esta velocidad viene del hecho que la estación al estar

puesta en super�cie, sobre una placa tectónica, ésta se moverá acorde lo haga

dicha placa. Este desplazamiento producto de una velocidad constante es también

llamado movimiento secular.

Conforme fueron pasando los años, el modelo de velocidad constante fue

insu�ciente debido a que no se podía acomodar a saltos repentinos o cambios de

antena. Una manera simple de poder modelar esto fue agregando al CVM una

función escalón (Heaviside) H(t), quedando de la siguiente forma:

x(t) = x0 + v(t � t r ) +
n jX

j =1

bj H (t � t j ); (2.1.2)

donde bj caracteriza los nj saltos que ocurren en el tiempot j como un

desplazamiento instantáneo del vectorx(t) .

A medida que el uso y desarrollo de estaciones continuas fue proliferando, se

comenzaron a encontrar oscilaciones con cierta periodicidad, las cuales eran mucho

mas visibles en la componente vertical que en las horizontales y que estarían

asociadas a respuestas elásticas de la litosfera producto de la carga estacional

(Heki, 2001).
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Figura 2.1.1: Serie de tiempo de la componente vertical de estación GNSS
MTCO ubicada en el Amazonas, Brasil. Figura extraída de las bases de datos
del laboratorio geodético de Nevada (http://geodesy.unr.edu/NGLStationPages/
stations/MTCO.sta)

Este tipo de señales son mucho mas visibles en lugares donde existen grandes

cantidades de precipitaciones, tales como lluvias o nieve. Como muestra la

�gura 2.1.1 se aprecia una importante variación sinusoidal en la amplitud de

la componente vertical con un periodo relativamente constante. En particular

para la estación MTCO, este ciclo está regulado por las variaciones estacionales

en las masas de agua de la cuenca del Amazonas que es donde se encuentra. Estas

oscilaciones pueden ser aproximadas mediante una serie de Fourier que consta de

dos periodos anuales y dos semi anuales (Dong et al., 2002) quedando el modelo

de la siguiente forma:

x(t) = x0 + v(t � t r ) +
n jX

j =1

bj H (t � t j ) +
nkX

k=1

[sk sin(! k t) + ckcos(! k t)]; (2.1.3)

dondenk corresponde al número de frecuencias usadas en el modelo.

Por último, se ha registrado un gran número de saltos cosísmicos seguidos de una

pronunciada señal transiente post sísmica que no puede ser aproximada con los

modelos mencionados anteriormente. Las causas de dicho desplazamiento pueden

serafterslip en el plano de falla generado algún terremoto, relajación visco elástica

de material alrededor y bajo la falla producto de variaciones en las tensiones

provocadas por la ruptura (Freed et al. (2007); Pollitz et al. (2000)) o también
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por poroelastic reboundcausado por �ujo de �uidos contenidos en poros que

fueron liberados por perturbaciones de estrés posterior al terremoto. Estas señales

transientes pueden ser modeladas mediante una función logarítmica (Michael Bevis,

2014) como también mediante a la suma de dos o mas funciones de decaimiento

exponencial simples (Bedford and Bevis, 2018). En particular para este trabajo se

usará el modelo que considera la señal transiente como una suma de exponenciales

debido a que la suma de estas funciones alcanza un valores asintóticos lo que

permite aproximar movimientos �nitos de varias señales transientes (ver �gura

2.1.2). Cabe mencionar también que esta suma de multi-transientes permite formar

un serie de señales distintas según el signo y magnitud de su amplitud lo que

lo convierte en una función muy versátil al momento de aproximar variedad

de señales transientes a cualquier escala de tiempo (Bedford and Bevis, 2018).

Finalmente tomando en cuenta todo lo anterior el modelo de trayectoria en el que

se basará este trabajo vendrá dado por:

x(t) = x0 + v(t � t r ) +
n jX

j =1

bj H (t � t j ) +
nkX

k=1

[sk sin(! k t) + ckcos(! k t)]

+
n rX

r =1

n iX

i =1

�
A i

�
1 � e� (t � t r )1=Ti

��
+ � (t) (2.1.4)

En donde el último término de la ecuación 2.1.4 corresponde es una combinación

lineal de nj decaimientos exponenciales con un tiempo de inicio idénticot r y

un valor predeterminado de constantes de decaimientoTi que para efectos de

simulaciones posteriores se considerará una señal transiente como la suma de hasta

3 exponenciales cuyas constantes de decaimiento tendrán ordenes de103, 102 y

101 días respectivamente.
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Figura 2.1.2: Representación grá�ca de tres exponenciales con amplitud aleatoria
y constantes de decaimiento de distinto orden. La curva de color negro representa
la suma de estas tres exponenciales, la cual vendría a representar la señal multi
transiente. (Bedford and Bevis, 2018)

En particular en el trabajo de Bedford and Bevis (2018) se proponen un número

�jo de exponenciales, que como se mencionó anteriormente será de tres, y cada una

de ellas con una constante de decaimiento predeterminada, tal como se muestra

en la �gura 2.1.2 donde cada exponencial tiene una constante de decaimiento de

un orden de magnitud diferente esto debido a que ellos consideran que la suma de

estar tres exponenciales permite de forma versátil representar un gran número

de fenómenos. También al �jar el numero de exponenciales con sus respectivas

constantes de decaimiento se reducen el numero de incógnitas en la ecuación del

modelo de trayectoria, lo que es favorable mediante un enfoque optimal.
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Figura 2.1.3: Serie de tiempo de tres componentes para la estación SANT
ubicada en las cercanías de la comuna de Colina, Región Metropolitana, Chile.
Figura extraída de las bases de datos del laboratorio geodético de Nevada (http:
//geodesy.unr.edu/NGLStationPages/stations/SANT.sta)
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Cada componente anterior mencionada es posible verla explícitamente en la

�gura 2.1.3. En particular podemos apreciar la contribución del CVM en los

primeros años desde 1996 hasta 2010 donde el desplazamiento asociado a la

estación SANT consistió solo en un movimiento secular, sin embargo, a inicios del

año 2010 se puede apreciar el efecto del terremoto del Maule el 27 de febrero del

año 2010 el cual generó una gran deformación hacia el oeste y en menor medida

(pero no menos importante) hacia el sur. Posterior a este evento y de forma

casi inmediata podemos observar una deformación con cierto comportamiento

exponencial asociado al desplazamiento post sísmico del terremoto del Maule,

dicho desplazamiento vendría a ser representado por el multi-transiente de nuestro

modelo de trayectoria. De forma adicional podemos ver también la in�uencia

(en menor medida) del terremoto de Illapel, el 15 de septiembre de 2015 donde

también se pueden ver los fenómenos mencionados. Por último, entre los años

2017 y 2018 se pueden ver pequeños saltos en los datos que no vienen seguidos de

alguna deformación multi transiente, por lo que pueden estar asociados a cambios

en la ubicación de la estación y pueden ser modelados con una función Heaviside.

Ahora bien, tener un modelo de trayectoria es solo el primer paso, lo realmente

importante es poder a partir de las observaciones poder recuperar los parámetros

de nuestro modelo para sí poder caracterizar la señal y estudiar los distintos

fenómenos que hicieron que la señal tuviera dicha forma. En particular para este

trabajo nos interesa encontrar y caracterizar desplazamientos transitorias a partir

de observaciones GNSS tanto para datos sintéticos como para datos reales. La

forma de hacer es resolviendo el problema inverso a partir de las observaciones

mediante un enfoque bayesiano.

2.1.1. Selección de modelo

Como se mencionó en secciones anteriores, se entiende por modelo a una ecuación

matemática que nos permite hacer una predicción en base a alguna variable, como

por ejemplo el tiempo (e.g (2.1.4)). Por otra parte, la dimensión del modelo hará

referencia a la cantidad de parámetros que tendrá dicho modelo.

Para ejempli�car lo anterior, supongamos un modelo polinomial de primer grado,

de la forma:

y(x) = Ax + B (2.1.5)
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Luego, el modelo (2.1.5) tendrá dimensión dos, debido a que tiene dos parámetros

(A y B). Si en base a este modelo generamos una serie de predicciones con

valores aleatorios para sus parámetros y posteriormente le agregamos ruido blanco,

tendremos un conjunto de puntos los cuales nos servirán como datos sintéticos

(ver �gura 2.1.4). Realizando una regresión de mínimos cuadrados a nuestros datos

sintéticos, estimando los parámetros de modelos polinomiales de distinto grado de

la forma:

m = ( GT G)� 1GT d; (2.1.6)

dondem será el vector que contenga los valores de los parámetros estimados,G

corresponderá a la matriz de diseño del modelo yd serán los datos sintéticos.

Figura 2.1.4: Regresión de mínimos cuadrados, con distintos modelos
polinomiales para un set de datos sintéticos generado a partir de un polinomio de
primer grado

Como los datos sintéticos fueron generados a partir de un polinomio de primer

grado, resulta lógico pensar que el polinomio que mejor se ajuste a dichos datos

corresponderá a un polinomio de primer grado. Sin embargo, en la �gura (�g

2.1.4) podemos ver que mientras mas complejo el modelo, este aparentemente
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se ajustará de mejor manera a los datos, puesto que la curva ajustada tratará

de pasar por una mayor cantidad de puntos. El problema de esto, es que para

modelos demasiado complejos, la curva ajustada tenderá a ajustar el ruido, luego

el resultado �nal terminará incorporando información al modelo que nunca estuvo.

Considerando lo anterior, resulta sumamente importante contar con técnicas de

selección de modelos, con el objetivo de encontrar el modelo que mejor soporte

a los datos, sin necesidad de sobre ajustar el ruido. Para este caso problema, la

inferencia bayesiana cuenta con herramientas inherentes que permiten seleccionar

un modelo, sin embargo, para ciertos casos especí�cos, también existen expresiones

analíticas que permiten hacerlo, tal como el calculo de la evidencia.

2.2. Inferencia Bayesiana

La teoría física nos permite hacer predicciones, es decir, dado un cierto modelo

nosotros podemos tener una predicción para alguna cierta medida (e.g tiempo,

temperatura, velocidad, etc.). Haciendo la analogía a nuestro caso, podemos decir

que dado un cierto modelo de trayectoria, podemos predecir la posición de una

estación GNSS en función del tiempo. Esto es llamado un problema directo,

sin embargo, lo que nosotros buscamos es que a partir de una predicción, por

ejemplo desplazamiento, podamos inferir los valores de los parámetros de nuestro

modelo y caracterizarlo, es decir, resolver el problema inverso. Si consideramos

un enfoque bayesiano para resolver el problema inverso, tenemos que el estado

del conocimiento sobre un grupo de incógnitas (i.e, parámetros de un modelo) es

representado por funciones de probabilidad, es decir, toda información conocida

sobre el modelo a priori (prior distribution ) y la que nos entregan las observaciones

(likelihood distribution) se expresan por medio de funciones de distribución de

probabilidad (probability density function, PDF). Como su nombre indica, la

inferencia bayesiana se centra en el teorema de Bayes, el cual establece que:

P(mjd) =
P(djm)P(m)

P(d)
; (2.2.1)

donde P(mjd) es la PDF que buscamos encontrar (posterior), la cual nos

describirá la probabilidad de tener un modelom, dado un set de datosd.

Analizando el resto de la ecuación, tenemos que el términoP(djm) corresponde

a la función de verosimilitud olikelihood la cual, por otro lado, describe la



18 2.2. Inferencia Bayesiana

probabilidad de que nuestros datosd hayan sido originados por un modelo

caracterizado por un vector de parámetrosm. En la practica, la función de

verosimilitud mide la probabilidad de que las discrepancias entre las observaciones

y las predicciones del modelo sean producto solo de ruido aleatorio y pueden ser

descritas por una PDF conocida (Sambridge et al., 2013).

El siguiente término P(m) corresponde a la función de probabilidadprior , la

cual se puede interpretar como el estado de conocimiento previo acerca del

modelo que estamos buscando, es decir, nos indica la probabilidad que tiene cada

parametrización del modelo descrita por nuestro vectorm previo a cualquier

análisis. La elección del prior es una de las partes mas controversiales, puesto

que todos los resultados de la inversión dependen de dicho prior y deben ser

interpretados acorde a su de�nición.

Finalmente, el términoP(d) de la ecuación 2.2.1 se conoce como evidencia, pero

en muchos casos es sumamente complicado de calcular, por lo que suele ignorarse

simplemente considerándolo como una constante de normalización. Sin embargo

este término puede cobrar relevancia en selección de modelos (Sambridge et al.,

2006).

2.2.0.1. Inferencia bayesiana transdimensional

Ahora bien, si dos modelos igualmente competentes van a ser testeados frente a

un set de datos es necesario compararlos. Llamaremos una hipótesisH a cualquier

alternativa de modelo que vaya a ser ajustado a los datos (por ejemplo, dos modelos

de distinta dimensión). Entonces, tomando el cuenta una hipótesis cualquiera, el

teorema de Bayes tendrá la forma:

p(mjd; H) =
p(djm; H)p(mjH )

p(djH )
: (2.2.2)

Es en esta parte donde toma relevancia la evidencia en el problema de

selección de modelos, puesto que frente a dos hipótesis, igual de competentes, es

necesario escoger una por sobre la otra. En esta línea, la inferencia bayesiana

transdimensional sigue naturalmente el principio de parsimonia (Sambridge et al.,

2006), es decir, la hipótesis mas simple será favorecida si es que se tiene el mismo

nivel de ajuste entre dos teorías. Como las PDF se encuentran normalizadas,

tendremos que el área bajo la curva entre dos hipótesis es la misma, variando
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solo el área de cobertura de cada una. Si consideramos dos hipótesisH 1 y H 2

con H 2 mas compleja queH 1, tendremos según la �gura 2.2.1 queH 2 tendrá un

poder predictivo para una mayor cantidad de datos, sin embargo, si evaluamos

ambas hipótesis en un intervalo mas acotado, donde ambas teorías tengan efecto,

tendremos que la hipótesisH 1 presentará una mayor evidencia queH 2 y por ende,

sera favorecida por sobre esta

Figura 2.2.1: Ilustración del principio natural de parsimonia, explicado en función
del poder predictivo de dos hipótesisH 1 y H 2 (Sambridge et al., 2006)

De forma particular la evidencia, según 2.2.2 vendrá dada por:

p(djH ) =
Z

p(djm; H)p(mjH )dm: (2.2.3)

Un problema transdimensional será entonces donde la dimensiónk del vector m

que describe los parámetros de un modelo también es una incógnita. Un ejemplo

de este tipo de problemas vendría ser el que estamos abordando en este trabajo,

ya que al no conocer a priori la cantidad de saltos o multi transientes que pueda

llegar a tener nuestra señal no podemos establecer el tamaño de nuestro vector

m, el cual dependerá de la cantidad de parámetros presentes en nuestro modelo.

Reescribiendo la ecuación 2.2.2 considerando que la hipótesis es que nuestro

modelo tiene una dimensiónk, tendremos entonces:

p(mjd; k) =
p(djm; k)p(mjk)

p(djk)
; (2.2.4)
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Este enfoque transdimensional presenta una serie de ventajas, entre las mas

importantes se destaca que sigue el principio de parsimonia como se mencionó

anteriormente, donde las soluciones mas simples serán favorecidas. Otra propiedad

importante es que no es necesario contar con alguna técnica de suavización o

regularización para encontrar soluciones, ya que las PDF utilizadas serán escogidas

según el contenido de información de los datos. También es común que en problemas

mal condicionados no se cuente con información su�ciente a prior del modelo, lo

que en este enfoque no resulta un problema importante, debido que se busca tener

un prior PDF poco informativa con el objetivo de disminuir sesgos.

Ahora bien, para resolver nuestro problema no basta solo con obtener la PDF

a posteriori tanto para problemas de dimensión �ja como para problemas de

dimensión variable, sino que es necesario aplicar técnicas de muestreo a nuestra

PDF para poder obtener los parámetros de nuestro modelo y poder �nalmente

caracterizarlo, lo cual en muchos casos es bastante complejo, sin embargo, existen

formas hacerlo, entre ellas el Markov chain Monte Carlo (MCMC) para problemas

de dimensión �ja y reversible jump Markov chain Monte Carlo (rjMCMC) para

problemas transdimensionales.

2.3. Técnicas de muestreo

2.3.1. Markov Chain Monte Carlo (MCMC)

La cadena de Markov Monte Carlo (MCMC) corresponde a la técnica insignia de

muestreo para una PDF arbitraria de dimensión �ja y ha sido usado ampliamente

en aproximaciones bayesianas en problemas inversos en geofísica (Sambridge et al.,

2006)

Esta técnica consiste básicamente en una cadena de Markov donde se parte de

un modelo propuestom de dimensión �ja k y se compara con un nuevo modelo

m0 de igual dimensión creado a partir del modelom siguiendo una distribución

de probabilidadq(m' jm) (proposal), luego el modelom0 será aceptado con una

probabilidad � dada por

� = Min
�
1;

p(m0jk; d) � q(mjm0)
p(mjk; d) � q(m0jm)

�
: (2.3.1)
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Donde p(m0jk; d) y p(mjk; d) corresponderán alposterior de nuestro modelo

propuesto y el modelo inicial respectivamente. Cabe mencionar que en este caso

m' y m tienen la misma dimensión, puesto quek es igual para todos los modelos

propuestos. Luego, de forma mas general aplicando el teorema de Bayes a las

PDF de losposterior, con el objetivo de dejar la ecuación en función dellikelihood,

prior y proposal nos queda:

� = Min
�
1;

l(djm0; k) � pr (m0jk) � q(mjm0)
l (djm; k) � pr (mjk) � q(m0jm)

�
: (2.3.2)

Donde l(djm; k) corresponderá allikelihood y pr (mjk) al prior de nuestro modelo

m de dimensiónk. De forma sencilla y fácil de recordar, la proporción entre los

modelos comparados se puede representar como

likelihood ratio � prior ratio � proposal ratio (2.3.3)

La ecuación (2.3.2) es conocida como la regla Metropolis-Hasting (Metropolis

et al. (1953); Hastings (1970)). Esto nos dice básicamente que si la razón entre el

modelo propuestom0 y el modelo inicialm es mayor a 1, el modelo propuesto se

aceptara con una probabilidad de 1 (100 %), es decir, siempre se ira aceptando

el mejor modelo, sin embargo, si esto empeora obteniendo por ejemplo un valor

de 0.5 en la razón de los modelos, signi�cará que nuestro modelo propuesto será

aceptado con una probabilidad del 50 %.

En la práctica, una vez encontrado el valor de� , se generará un número aleatorio

u entre cero y uno, luego, siu es menor a� el modelom' será aceptado, en caso

contrario, la cadena se mantendrá en el modelom. Los modelosm k aceptados de

esta forma convergerán a muestrear el posteriorp(m; kjd), esto como consecuencia

de la regla Metropolis-Hasting Green (2003), en donde los modelos muestreados

aceptados terminarán convergiendo asintóticamente al posterior de dimensión �ja.

2.3.2. Reversible jump Markov Chain Monte carlo

(RjMCMC)

Como vimos anteriormente el MCMC es muy buena herramienta para poder

muestrear PDFs de dimensión �ja, sin embargo para problemas transdimensionales

como el abordado en este trabajo, el MCMC no es útil, debido a que como
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indica en su nombre, la dimensiónk no es �ja por lo que se debe recurrir a una

extensión de este método, llamado Reversible Jump Markov Chain Monte Carlo

(rjMCMC)(Green, 1995). A grandes rasgos sigue la misma lógica del MCMC, sin

embargo al cambiar de dimensión se requiere cambiar la regla de aceptación de

modelos usada en el MCMC regular donde toma la forma

� = Min
�
1;

p(m0; k0jd) � j m (k0; m0) � gk0(uk0)
p(m; kjd) � j m (k; m) � gk(uk)

� jJ j
�

: (2.3.4)

Donde j m (k; m), gk(uk) son los términos asociados alproposal de modelos de

distinta dimensión y jJ j es un termino asociado al cambio de dimensión entre

modelos propuestos. Expandiendo la ecuación (2.3.4) de la misma forma que

(2.3.2) nos queda:

� = Min
�
1;

l(djk0; m0) � pr (k0; m0) � j m (k0; m0) � gk0(uk0)
l (djk; m) � pr (k0; m0) � j m (k; m) � gk(uk)

� jJ j
�

: (2.3.5)

De igual manera que 2.3.3 podemos escribir de forma intuitiva la proporción entre

los modelos comparados como Green (1995):

likelihood ratio � prior ratio � proposal ratio� Jacobian (2.3.6)

En este caso, podemos ver que elproposal ratio tiene dos términos en vez de

uno, como ocurre en el MCMC de dimensión �ja, estos términos sonj m (k0;m' )
j m (k;m )

que corresponde a la proporción del modelo propuesto sobre el modelo inicial y
gk 0(u k 0)
gk (u k ) que corresponde a la proporción entre las PDF asociadas a las variables

auxiliares presentes en el cambio de dimensión. Es en ese cambio de dimensión que

aparece un Jacobiano, ya que si suponemos que el cambio de (m,k) a (m',k') es

un difeomor�smo (la transformación y su inversa son diferenciables) es necesario

entonces que el Jacobiano sea distinto de cero (Green, 2003). En la práctica

dicho Jacobiano funciona como un factor de escala al momento de pasar de una

dimensión a otra.
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Figura 2.3.1: Esquema ilustrativo del rjMCMC (Sambridge et al., 2006)

La �gura (2.3.1) ilustra de forma esquemática como funciona el rjMCMC, en donde

se representan distintos estados o hipótesis con distinto número de variables cada

uno. Análogo a nuestro caso, cada hipótesis representaría un modelo caracterizado

por un vector de parámetrosm de dimensiónk (es decir, contienek parámetros).

Tendremos entonces que el método irá �saltando� entre los distintos estados,

muestreando distintosm k y comparándolos con el anterior, determinando si son

aceptados o no siguiendo la ecuación (2.3.5). Cabe mencionar que el rjMCMC por

si mismo es un buen método de selección de modelos ya que las dimensiones mas

visitadas serán los modelos con mayor evidencia (Sambridge et al., 2006)
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Capítulo 3

Metodología

3.1. Generalidades

Para poder abordar este problema de forma computacional, se utilizó un módulo

de python proporcionado por el grupoiEarth 1, con algunas modi�caciones para

poder aplicarlo a nuestro problema. Este módulo que entrega las herramientas

necesarias para aplicar el rjMCMC en el muestreo delposterior que buscamos

caracterizar.

En esta sección y en el resto del documento se utilizará cierta terminología

para referirse a la caracterización e interpretación de las series de tiempo. En

primer lugar, se utilizará el termino �partición� para referirse al periodo de tiempo

posterior a la ocurrencia de un multi transiente y anterior al inicio de otro, luego

una serie de tiempo tendrámt + 1 número de particiones, dondemt es el número

de multi transientes que se encuentren en la serie. Cabe mencionar que el periodo

de tiempo desde el inicio de la serie, hasta el comienzo del primer multi transiente

también se considerará una partición

1http://www.iearth.org.au/codes/rj-MCMC/
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Figura 3.1.1: Serie de tiempo esquemática para ejempli�car el concepto de
partición

Para ejempli�car lo anterior tomemos en cuenta la �gura (3.1.1), la cual cuenta

con un desplazamiento multi transiente que comienza al rededor de los 500 días

desde el inicio de la serie. Luego, la serie de tiempo contará con dos particiones,

la primera que va desde el día 0 hasta el tiempo de inicio del multi transiente y la

segunda desde ese tiempo hasta el �nal de la serie.

En la misma linea de las particiones, llamaremos �parámetros locales� a los

parámetros de los términos del modelo que sólo tienen una contribución desde

un tiempo arbitrario. Luego tomando en cuenta la ecuación 2.1.4 tendremos que

el término �local� de nuestro modelo de trayectoria se referirá al termino multi

transiente, como también a los saltos que puedan haber en la serie, luego:

x(t) local =
njX

j =1

bj H (t � tj ) +
n rX

r =1

n iX

i =1

�
A i

�
1 � e� (t � t t )1=Ti

��
(3.1.1)

Volviendo a la �gura 3.1.1 tendremos que solo en la segunda partición contaremos

con la presencia de parámetros locales. Por otra parte, llamaremos �parámetros
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globales� a los parámetros de las componentes que tienen una contribución durante

toda la serie tiempo, es decir, los términos asociados al movimiento secular y carga

estacional, luego:

x(t) global = x0 + v(t � t r ) +
nFX

k=1

[sk sin(! k t) + ckcos(! k t)] (3.1.2)

3.2. Modi�cación modelo de trayectoria

Como idea central para nuestro modelo de trayectoria usaremos el propuesto

por (Bedford and Bevis, 2018) y descrito en 2.1.4, donde el desplazamiento

estará compuesto por cuatro términos principales, el movimiento secular, la

carga estacional, saltos y multi transientes. Estos dos últimos términos, como se

mencionó, tendrán un caracter local, es decir, tienen valor cero para todo tiempo

menor a su tiempo de inicio y tienen una contribución permanente para todo

tiempo posterior. De 2.1.4 tenemos que los saltos estarán representados por una

función Heaviside y las deformaciones transientes por una suma de tres funciones

exponenciales con constantes de decaimiento de distinto orden.
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Figura 3.2.1: Contribución de las componentes transiente y Heaviside posterior
al tiempo de inicio t r = 500

Si suponemos un desplazamiento, nulo tal y como muestra la �gura (3.2.1), veremos

que previo a los 500 segundos no existe alguna contribución de los términos locales.

Sin embargo, para un tiempo de referencia ubicado alrededor de los 500 segundos,

veremos que la amplitud del desplazamiento comienza a aumentar gradualmente

para el caso del termino multi transiente y de forma inmediata para el salto

representado por una función Heaviside. Notar que las funciones exponenciales

tenderán a converger gradualmente a un valor constante, sin embargo, a medida

que la constante de decaimiento disminuye, se alcanzará dicho valor de manera

mas rápida.

De la ecuación 2.1.4 tenemos que el desplazamiento producido por solo un

exponencial vendrá dado por:

x(t) = A
�
1 � e� (t � t r )1=T

�
; (3.2.1)
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sin embargo, consideremos el hecho de que

l��m
T ! 0

e� (t � t r )1=T = 0; (3.2.2)

donde t r corresponde al tiempo de inicio de un transiente yT la constante de

decaimiento. Aplicando 3.2.2 en 3.2.1 tendremos que:

l��m
T ! 0

A
�
1 � e� (t � t r )1=T

�
= A: (3.2.3)

Luego, podemos establecer que para una constante de decaimiento lo su�ciente

mente pequeña, tendremos que el término transiente tomará un valor constante en

todo el tiempo desde su inicio, aproximándose al comportamiento de una función

Heaviside.

Figura 3.2.2: Comparación entre el comportamiento de una función Heavisde y
una función exponencial con constante de decaimiento lo su�cientemente pequeña

En la �gura 3.2.2 podemos ver de forma grá�ca el comportamiento anterior

mencionado, donde al haber una constante de decaimiento cercana a 0, el término

que contiene una función exponencial terminará comportándose como una función
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Heaviside. Finalmente, incorporando los saltos en la componente multi transiente,

nuestro modelo de trayectoria quedará descrito por:

x(t) = x0 + v(t � t r ) +
nFX

k=1

[sk sin(! k t) + ckcos(! k t)]

+
n rX

r =1

n iX

i =1

�
A i

�
1 � e� (t � t t )1=Ti

��
+ � (t) (3.2.4)

Donde el término multi transiente, en vez de ser la suma de tres exponenciales con

constantes de decaimiento de distinto orden de magnitud, en nuestro caso será

una suma de hasta cuatro exponenciales donde una ellas tendrá una constante de

decaimiento cercana a cero. Aunque a primera vista no parezca una modi�cación

importante, esto nos permitirá no tratar como �jo el número de transientes que

compone un multi transiente, a diferencia del trabajo de Bedford and Bevis (2018).

Con nuestro nuevo modelo de trayectoria, tendremos entonces que la contribución

local vendrá dada por sólo por el término

x(t) local =
n rX

r =1

n iX

i =1

�
A i

�
1 � e� (t � t r )1=Ti

��
+ � (t): (3.2.5)

Dicho término local tendrá una dimensión variablek � ni la cual nos indicará

el número de exponenciales que contribuirán a la señal local. Luego llamaremos

multi transiente a todo término local que corresponda a la suma de 2 o más

exponenciales.

k N � de exponenciales Ctes. DecaimientoT [días] Tipo
1 1 � 0, Heaviside puro
2 2 � 0 , 1000 Multi transiente
3 3 � 0, 1000, 100 Multi transiente
4 4 � 0, 1000, 100, 10 Multi transiente

Cuadro 3.2.1: Clasi�cación de multi transientes según su dimensión

Esto convierte nuestro problema en uno jerárquico, es decir, que todo término

local de dimensiónk contendrá a los términos asociados a dimensiones menores.

Es decir, un multi transiente de dimensión 3 será la suma de un multi transiente

de dimensión 2 con una exponencial con constante de decaimientoT = 100. Esto

nos dice que desplazamientos mas largos corresponderán a términos locales mas
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simples y a medida que el desplazamiento presente una menor duración se irán

agregando términos exponenciales.

3.3. Elección de PDFs

Como se ha mencionado en secciones anteriores, la regla de aceptación de un

modelo por sobre otro vendrá dado por la regla de Metropolis-Hasting descrita en

2.3.5 donde se comparan las probabilidades de cada modelom k respecto a uno

propuestom k0. Luego cada expresión matemática mostrada a continuación será

equivalente tanto para un modelom k como param k0.

3.3.1. Función de verosimilitud (Likelihood)

Por lo general los valores predichos no son idénticos a las observaciones, esto

debido a la incertidumbre de las mediciones y las imperfecciones del modelo (e.g

limitaciones en el modelo de trayectoria), por esta razón es de suma importancia

tener un cuidadoso análisis de las incertidumbres del modelo. En nuestro caso

dichas consideraciones son abordadas al momento de escoger una PDF adecuada

como likelihood.

Para construir nuestra función de verosimilitud debemos tomar la diferencia entre

nuestra predicción hecha con el modelo propuesto y los datos. Esto se traduce en

encontrar una función de densidad de probabilidad que describa la forma en que

se distribuyen los residuales de nuestros datos Bretthorst (1988). Si asumimos que

para nuestro caso el los residuales se distribuyen de forma gaussiana, la elección

lógica para nuestra función de verosimilitud vendría a ser una distribución normal

multivariada de la forma:

p(x) =
1

(2� )N=2jCj1=2
e[� 1

2 (x � � )T C � 1 (x � � )]: (3.3.1)

Teóricamentex corresponde a un vector de dimensiónN , normalmente distribuido

con promedio� y con matriz de covarianzaC. En nuestro caso, el término (x � � )

corresponderá al residual entre nuestro modelo propuesto y las observaciones,

luego podemos reescribir 3.3.1 como:

l(djm; k) =
1

(2� )N=2jCdj1=2
e[� 1

2 (G(m) � d )T C � 1
d (G(m) � d )]; (3.3.2)
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con Cd matriz de covarianza de los residuales yk el tamaño del vectorm. Debido

a las grandes dimensiones que pueden llegar a tener los datos y su respectiva

matriz de covarianza existen complicaciones numéricas y computacionales que

impiden utilizar 3.3.2, por lo que es común utilizar el logaritmo natural de dicha

ecuación para facilitar los cálculos, caso que aplica a nuestro problema. Finalmente

nuestro likelihood quedará expresado por:

loglikelihood= �
1
2

(Nln (2� ) + ln(jCdj)) +
1
2

(G(m) � d)T C � 1
d ((Gm ) � d)

(3.3.3)

El motivo de la elección de esta PDF para nuestro likelihood fue siguiendo la

linea de investigaciones similares, donde se estudiaron deformaciones de la corteza

terrestre por medio de datos geodéticos (e.g., Fukuda and Johnson, 2010; Yabuki

and Matsu'ura, 1992; Fukuda and Johnson, 2008) mediante métodos bayesianos.

La elección de una PDF gaussiana se basa principalmente en el teorema del límite

central, el cual establece a grandes rasgos que la suma de un gran número (> 30)

de variables aleatorias independientes de distinta fuente (es decir, con distintas

distribuciones aleatorias) tenderán a converger a una distribución normal (Schatte,

1988), lo que de cierta podría describir como de distribuye el ruido de nuestros

datos, asumiendo que éste es originado por una multitud de distintas fuentes

independientes.

El hecho de que escojamos una PDF normal multi variada restringe la forma de

nuestra matriz de covarianza, puesto que al establecer que el ruido se origina de

forma aleatoria e independiente nos dice que no deberían existir correlaciones en

este. Si bien, una PDF normal multivariada admite correlaciones en la matriz de

covarianza, por simplicidad se asumirá que dichas correlaciones en los residuales

son despreciables. La pertinencia de esta simpli�cación se discutirá en secciones

posteriores. Por consecuencia de lo anterior, nuestra matriz de covarianza se¯a

proporcional a una matriz identidad, de la forma:

Cd = C� �

2

6
6
6
6
4

� 2 0 0 0

0 : 0 0

0 0 : 0

0 0 0 � 2

3

7
7
7
7
5

n� n

; (3.3.4)
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dondeC� corresponde a un hiper parámetro de escala para la varianza, esto con

el objetivo de lograr un mejor ajuste a los datos. Notar que en casos donde no

se conozca la desviación estándar, esta formulación permitirá estimarla mediante

los mismos datos. La forma de hacerlo, es tomando un intervalo de tiempo de los

datos (cientos de días) al cual se le elimina una tendencia lineal y el promedio.

Finalmente se ocupará la desviación estándar correspondiente a dicho intervalo de

tiempo, de modo que el parámetroC� se encargue de ajustar un mejor en caso de

ser necesario.

3.3.2. Prior

La elección de un prior suele ser uno de los temas mas controversiales cuando se

habla de métodos bayesianos, esto debido a que todos los resultados dependen

directamente de esta elección. Recordemos que el prior representa nuestro estado

del conocimiento acerca del modelo, sin considerar la información provista por

los datos. Es por esto, que nuestro prior no debe ser muy informativo, debido a

que el algoritmo podría detectar cosas en el modelo que no están ahí (Bretthorst,

1988), introduciendo un sesgo en los resultados. Tendremos entonces que nuestro

prior, para un caso transdimensional vendría a ser de�nido por una probabilidad

P de la forma:

P(k; m) = p(k) � pr (mjk): (3.3.5)

Donde p(k) corresponderá a la probabilidad que tenga cada modelo de dimensión

k, sin embargo, se asumirá que todos los modelos tendrán la misma probabilidad,

luego:

p(k) =
1

kmax
; (3.3.6)

donde kmax corresponde a la dimensión máxima establecida para el análisis.

Por otra parte pr (mjk) será la PDF que describirá la probabilidad de nuestras

incógnitas (i.e parámetros del modelo) dada una dimensiónk. Para esta PDF

se utilizará una distribución uniforme, esto quiere decir que antes antes de

hacer alguna evaluación o comparación entre modelos, todos tendrán la misma

probabilidad, esto siguiendo la linea de la poca información del prior. Dicha

distribución tendrá la forma:
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pr (mjk) =
ng + nkY

i =1

p(m i jk); (3.3.7)

dondeng, nk corresponden al número de parámetros locales y globales, por otra

parte m i , hará referencia al i-ésimo parámetro de nuestro vectorm de dimensión

k representativo del modelo. Como se trata de una distribución uniforme, es

necesario también de�nir un valor mínimo (U) y máximo (L) en el que se muevan

los parámetros de modo que la distribución, esta probabilidad puede ser calculada

como:

p(m i jk) =
1

m i;U � m i;L
: (3.3.8)

3.3.3. Proposal

El proposal corresponderá a la PDF que describirá la probabilidad del nuevo

modelo propuesto a partir de un modelo anterior. Supongamos que nos encontramos

en un estado(k; m k) y se propone cambiar a un modelo de dimensiónk0, para

esto se considerará la siguiente transformación, connk el número de parámetros

que presenta el modelom k

m k0 =

8
>>>>>>>>>>>>><

>>>>>>>>>>>>>:

��� k0 + B k0

�
B � 1

k (m k � ��� k)
�

; nk0 < n k

��� k0 + B k0B � 1
k (m k � ��� k); nk0 = nk

��� k0 + B k0

2

4
B � 1(m k � ��� k)

u k

3

5 ; nk0 > n k

donde��� k es el promedio de los parámetrosm k , B k es una matriz tal queB kB T
k

es la matriz de covarianza de los parámetrosm k y uk son las variables auxiliares

para el cambio de dimensión (Green, 2003). De 2.3.5 tenemos que el proposal

está compuesto por dos términos,j m (k; m k) que corresponde a la probabilidad

del modelo que se va a utilizar ygk(u k) que nos describe como distribuyen las

variables auxiliares en el cambio de dimensión (Green, 2003). Como asumimos
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que cada modelo de dimensiónk tienen la misma importancia, tendremos que:

j m (k; m k) =
1

kmax
: (3.3.10)

Por otra parte, para gk(uk), supondremos que distribuye de forma normal para

que sea consistente con el resto de las PDF, luego:

gk(uk) = (2 � )� (nk 0� nk )=2e
1
2 u T

k u k (3.3.11)

Si consideramos:

uk = [ B � 1
k (m k0 � ��� k0)] (3.3.12)

Finalmente

gk(uk) =
(2� )� nk 0=2 exp

�
� 1

2(m k0 � ��� k0)T C � 1
k0 (m k0 � ��� k0)

�

(2� )� nk =2 exp
�
� 1

2(m k � ��� k)T C � 1
k (m k � ��� k)

�

(3.3.13)

Por otra parte el término jJ j vendrá dado por:

jJ j =
jB k0j
jB k j

=
jCk0j

1
2

jCk j
1
2

(3.3.14)

Con Ck la matriz de covarianza del modelo de dimensiónk

3.4. Cálculo de la evidencia

La evidencia corresponde al denominador de la ecuación (2.2.4), y en el caso

transdimensional, hará referencia a cuan bien una hipótesis (i.e dimensión del

modelo) explicará los datos. Este término toma mucha importancia al momento

de seleccionar modelos, puesto que si tenemos dos hipótesis (i.e dos modelos con

distinta dimensión), la comparación entre estas cantidades entonces favorecerá una

hipótesis por sobre otra, en especí�co, la que presente una mayor evidencia. Ahora

bien, se mencionó en secciones previas que el rjMCMC cuenta con herramientas

inherentes para hacer selección de modelo en función de la cantidad de veces que
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se muestreó una hipótesis. Sin embargo, investigaciones previas establecen que en

porcentaje, la cantidad de veces que se visita una hipótesis por medio del rjMCMC

es equivalente a la evidencia para una cierta hipótesis sobre el total de hipótesis

propuestas (Sambridge et al., 2006). El problema en muchos casos, es que encontrar

expresiones analíticas para la evidencia es sumamente complicado, sobre todo para

problemas no lineales, haciendo el calculo de esta cantidad muy complicado, razón

por la cual se suele omitir y considerada solo como una constante de normalización

Sambridge et al. (2006).

No obstante, se tiene que para problemas lineales conlikelihood gaussiano, la

evidencia puede ser obtenida analíticamente de la forma:

p(d) = e�  (m̂ )=2

s
jCpost

m j
(2� )N jCd jjCm j

(3.4.1)

Con  (m̂ ) la función de costo, evaluada en el modelo máximo a posteriori (MAP,

m̂ ) (Mitsuhata et al., 2001):

 (m) = ( Gm � d)T Cd
� 1(Gm � d) + ( m � m0)T Cm

� 1(m � m0) (3.4.2)

Notar que los valores de la evidencia para problemas muy grandes, tienden a estar

fuera de los límites numéricos computacionales. Es por eso que normalmente se

trabaja con en logaritmo de ella. En el contexto de este trabajo, estas expresiones

nos permitirán comparar las selecciones de modelo hechas tanto por el rjMCMC

como por la evidencia en simulaciones sencillas con características similares a

series de tiempo de GNSS, de modo que nos permita validar la selección de modelo

hecha por el rjMCMC.
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Capítulo 4

Resultados

Como hemos estado mencionando, una de las incógnitas de nuestro problema,

además de los parámetros de nuestro modelo, será también la dimensión de este.

Luego siguiendo la lógica de las particiones, la dimensión de nuestro modelo

(i.e. cantidad de parámetros) será directamente proporcional a la cantidad de

particiones y además a la dimensiónk del término local correspondiente a cada

partición. Dichas particiones tendrán entonces una dimensiónk desconocida, que

tendrá las características descritas en la tabla 3.2.1

4.1. Simulaciones

En primera instancia se generaron una serie de ejemplos sintéticos de distintas

características y complejidades con el objetivo de probar las diversas propiedades

del rjMCMC, tanto su selección de modelo natural como su equivalencia con

expresiones analíticas. Todos estos ejemplos se harán considerando un ruido

gaussiano estacionario, con el objetivo de ser coherentes con las PDF escogidas

para nuestra formulación. Como primer ejemplo se generó una serie de tiempo con

solo una partición, con un multi transiente de dimensión 4, es decir, un Heaviside

puro mas 3 exponenciales.
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Figura 4.1.1: Resultados del muestreo hecho por el rjMCMC. La primera �gura
muestra los datos junto con la predicción hecha con el modelo seleccionado junto
con el modelo inicial usado para generar los datos. Los histogramas muestran
en porcentaje los criterios de selección de modelo por parte del rjMCMC, como
también de manera analítica (calculo de evidencia) respectivamente.

El porcentaje de aceptación hará referencia a la cantidad de modelos que fueron

aceptados sobre el total muestreado. Analizando el resto de la �gura 4.1.1, tenemos

que el primer histograma muestra en porcentaje, la cantidad de veces que el

rjMCMC muestreó modelos de una dimensión determinada sobre el total de

iteraciones, en este caso cada iteración corresponde a un muestreo de modelo.

Por otra parte el segundo histograma muestra en porcentaje cuanto aporta la

evidencia de cada parametrización (i.e dimensión del multi transiente) respecto al

total de las evidencias. Como podemos ver, los porcentajes son bastante parecidos

, lo que nos muestra que tanto técnicas de muestreo transdimensionales como

analíticas son equivalentes bajo ciertas circunstancias. (Sambridge et al., 2006).

Ahora bien, el calculo de evidencia resulta práctico solo para ejemplos simples tales

como el anterior mostrado, principalmente para comparar alguna parametrización

de una partición en particular. Sin embargo, puesto que para un tiempo de origen

para un multi transiente dado, el problema es lineal ,es posible utilizarla también
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para un ejemplo sencillo con dos particiones, en este caso, se hace una búsqueda

en la grilla, evaluando la evidencia en pequeños intervalos de tiempo, luego la

evidencia para una parametrización de dos particiones será máxima en el tiempo

de inicio del multi transiente. Luego para una serie de tiempo sintética de dos

particiones, con un multi transiente de dimensiónk = 4, ubicado justo a la mitad

del dominio del tiempo, tanto el análisis por medio del rjMCMC como de la

evidencia deberían ser similares.

Figura 4.1.2: Resultado del muestreo realizado por el rjMCMC comparados con
el calculo de evidencia. La curva naranja muestra la predicción hecha con el medelo
seleccionado por el muestreo. Los dos histogramas del centro muestran la ubicación
de una partición según lo encontrado por el rjMCMC (primer histograma) y el
calculo analítico de la evidencia (segundo histograma)

Tiempo [días] Número Dimensión Tipo
0.000000 1 0 Nulo
547.276 2 4 Mult. trans.

Cuadro 4.1.1: Características de las particiones encontradas por el rjMCMC en
la serie de tiempo sintética. Cabe mencionar que el hecho de que en la primera
partición el valor de k sea nulo se debe a que en dicha partición solo existe
contribución del término global del modelo de trayectoria .
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Si analizamos la �gura 4.1.2 tenemos que el primer histograma muestra la

cantidad de veces que se muestreó un modelo con una partición ubicada en el

tiempo indicado. Por otro lado, si vemos el tercer grá�co de la �gura 4.1.2),

podemos ver que tanto la evidencia como el muestreo hecho por el rjMCMC

entregan resultados similares, identi�cando la partición con muchísima precisión

en ambos casos, rea�rmando el postulado de Sambridge et al. (2006) sobre

la equivalencia de estas aproximaciones. El cuadro?? muestra en detalle los

resultados arrojados por el muestreo del rjMCMC.

Ahora, como último ejemplo sintético con ruido gaussiano, un poco mas complejo,

se creó una serie de tiempo compuesta por varios términos locales de distinta

dimensión, entre Heaviside puros y multi transientes con el objetivo de veri�car si

el método es capaz de identi�car el número de particiones presentes en la serie

como también el tiempo de inicio y dimensión de cada término local.

Figura 4.1.3: Serie de tiempo sintética con 5 particiones de multi transientes de
distinta dimensión

En particular, para la serie de tiempo sintética mostrada en la �gura 4.1.4 se

consideraron 5 particiones (i.e 4 términos locales), cada una de distinta dimensión.

Notar que en este caso, el uso de la expresión analítica para la evidencia se vuelve

poco práctico ya que involucraría una búsqueda en grilla de 4 onset time, por lo

que no se utilizará en la comparación. En mayor detalle las características de la

señal vendrán descritas a continuación
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Partición k Tiempo de inicio [día] Tipo
1 - 0 -
2 1 100 Heaviside puro
3 3 300 Multi transiente
4 4 547.5 Multi transiente
5 1 900 Heaviside puro

Cuadro 4.1.2: Características del modelo utilizado para generar la serie de
tiempo sintética.

Figura 4.1.4: Resultado de inversión para ejemplo sintético de varias particiones,
la �gura de mas arriba muestra la predicción hecha en base al modelo seleccionado.
Por otra parte la �gura del medio muestra los histogramas
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Partición k Tiempo de inicio [día] Tipo
1 - 0 -
2 1 100.73 Heaviside puro
3 3 303.48 Multi transiente
4 4 547.96 Multi transiente
5 1 900.22 Heaviside puro

Cuadro 4.1.3: Características del modelo seleccionado por el rjmcmc para la
serie de tiempo sintética.

Podemos ver que para este ejemplo mas complejo, el método recupera de manera

muy precisa los tiempos de inicio de cada multi transiente, como también la

dimensión de este. Además de los histogramas de la �gura 4.1.4 podemos observar

que pese a muestrear modelos mas complejos (mayor número de particiones), el

método se decanta por modelos mas simples.

4.1.1. Serie de tiempo sintética para un terremoto lento

En la siguiente sección, y con el objetivo de probar fenómenos un poco mas

parecidos a la realidad, se generaron series de tiempo para una red GNSS

distribuida al azar por el territorio chileno. La forma de generar dichas series de

tiempo se en el trabajo de Carr Agnew (2013), en donde se muestra una forma

realista de generar simulaciones para una red geodética, como también su respuesta

a distintos fenómenos, entre ellos, un terremoto. Para generar el desplazamiento

producido por el terremoto lento se utilizaron funciones de Green que describieran

el comportamiento del medio frente a un impulso (i.e terremoto) y que fueran

coherentes con el margen chileno de placas. En nuestro caso, se generaron dos

terremotos lentos con igual epicentro, el primero de ellos tuvo un deslizamiento

máximo de 0.05 [m] a lo largo de 100 días y el segundo tuvo un deslizamiento

máximo de 0.03[m] durante 50 días, ambos frente a las costas del norte de Chile.
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