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Resumen

A medida que avanza el tiempo y la tecnología, y se instala un mayor

número de estaciones, el volumen y variedad de los registros sísmicos aumenta

considerablemente. Esto ha instaurado la necesidad de usar algoritmos automáticos

de detección de sismos, los cuales son abundantes y diversos, y con distintos

enfoques. Por otro lado, elMachine-learning y Redes neuronales se han

desarrollado al punto de estar presente en muchas ramas de las ciencias, e incluso,

nuestra vida cotidiana. Dada la especialidad de esta rama de la Inteligencia

Arti�cial en el reconocimiento de patrones, y con la información necesaria para la

discriminación de eventos, se puede desarrollar una red neuronal dedicada a la

detección de sismos dentro de las trazas.

Así, en esta tesis se desarrolla una red neuronal, cuya función es la detección

automática de eventos sísmicos, basado en datos de STA/LTA de los sismogramas.

Para esta tarea, se utiliza una red de tipoMulti-layered Perceptron, con 50

neuronas de entrada, una capa oculta variable, y dos neuronas de salida. Para el

entrenamiento, se usaMini-batch Gradient Descentmientras que para la función

de coste y función de salida, se recurre aCross-entropyy Softmax respectivamente,

utilizando, además, funciones de activación como ReLU, Sigmoide y Tangente

Hiperbólica (Tanh). Tras la generación de múltiples modelos, variando las funciones

de activación, estandarización de datos y número de neuronas ocultas, se encuentra

que una de las mejores versiones consigue un 11.8 % de las detecciones y falsos

positivos, comparado al método de STA/LTA, identi�cando igual número de

sismos catalogados. Además, se muestra que un mayor número de neuronas y

el uso de función Sigmoide entregan mejores resultados, mientras que para la

estandarización de datos no se logra identi�car mayor in�uencia. Dado lo anterior,

se observa un impacto positivo al utilizarMachine-learning en una aplicación

de Sismología como la detección de eventos en registros sísmicos, posibilitando y

sugiriendo un más amplio y profundo uso en el futuro.



Capítulo 1. Introducción 1

1. Introducción
Machine-learning, o Aprendizaje automático en español, es entendido

como la rama de las ciencias computacionales que se evoca al desarrollo de

técnicas o sistemas que aprenden automáticamente a través de los datos,

esto mediante la identi�cación de patrones en ellos, para luego realizar

predicciones, clasi�caciones, entre otras aplicaciones (Mitchell et al., 1997).

Actualmente es un área de gran importancia, de carácter transversal, que se

utiliza en una variedad de campos cientí�cos, así como en la vida cotidiana de la

población ((Shinde and Shah, 2018), (Murphy, 2012), (Jordan and Mitchell, 2015)).

Uno de los subcampos delMachine-learningcorresponde al de redes neuronales

arti�ciales, las cuales se basan en la arquitectura de las neuronas biológicas,

simulando su entramado e interconexión para lograr realizar tareas que son

complejas de llevar a cabo utilizando unidades simples (neuronas individuales

en este caso). Esta rama es una de las más destacadas y conocidas actualmente,

debido a la facilidad de su implementación y su amplia variedad de tipos de redes,

desarrollándose modelos cada vez más complejos para la solución de problemas de

clasi�cación e identi�cación de patrones de mayor envergadura ((Bishop, 2006),

(Géron, 2017)).

Por otro lado, la Sismología es la ciencia encargada del estudio de los

terremotos y las ondas elásticas o señales sísmicas que estos generan, y que se

propagan a través de la Tierra (Shearer, 2019). Uno de los objetivos fundamentales

del estudio de señales sísmicas en Sismología es la detección de eventos, ya

que esto produce datos básicos para investigaciones más complejas, como el

desarrollo de catálogos, localización, tomografías sísmicas, etc. Además, la

identi�cación y localización de sismos aborda el aspecto de riesgo sísmico

directamente, al relacionarse con la cantidad, características, distribución y

evolución espacio-temporal de los eventos detectados y réplicas, y así identi�car

zonas de enjambres, o monitorear procesos volcánicos (Dai and MacBeth, 1995).
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Basado en lo anterior, y dada la creciente cantidad de datos, registros y

estaciones instaladas, es que se utilizan métodos automáticos de detección de

sismos, con el objetivo de procesar estos datos de forma e�ciente y rápida, en apoyo

a los sismólogos/as que analizan estos registros (Wang and Teng, 1995). De estos

algoritmos automatizados existe una gran variedad, con algunos basándose en auto-

correlación, auto-similaridad, comparación de plantillas o impulsividad, siendo

este último el más utilizado, particularmente el método de STA/LTA. Poniendo

mayor énfasis a este último caso, se observa que la metodología del STA/LTA ha

entregado buenos resultados, acumulando una gran variedad de versiones con

distintas especializaciones ((Sharma et al., 2010),(Withers et al., 1998)). Dentro

de todo esto, se ve la posibilidad de generar una versión basada en la optimización

de los parámetros que componen al método o la información que el algoritmo

entrega, con el objetivo de reducir la cantidad de falsos positivos a la vez de

mantener o aumentar su capacidad de detección y clasi�cación de eventos sísmicos.

Así, se explora la posibilidad de mejorar un sistema de detección como el

STA/LTA, sabiendo que la identi�cación de eventos dentro de registros sísmicos es

interpretable como un problema de reconocimiento de patrones y/o clasi�cación

(Zhao and Takano, 1999). Junto con lo anterior, se ha encontrado en la literatura

la aplicación de detección e incluso clasi�cación de señales sísmicas, mediante

Machine-learning y redes neuronales ((Ibs-von Seht, 2008),(Curilem et al.,

2009),(Ruano et al., 2013),(Kortström et al., 2016)). Dados estos antecedentes, se

propone para este trabajo el desarrollo de una red neuronal que detecte eventos

en los registros sismológicos, basándose particularmente en los datos de STA/LTA

de la misma traza, para luego comparar el desempeño de estas metodologías

y evaluar el uso deMachine-learning como una mejora por sobre el algoritmo

STA/LTA.

Para lograr lo anteriormente mencionado, se utilizará el catálogo y datos

sismológicos de la estación COPA del Centro de Monitoreo Volcánico de la

Universidad de Concepción, los cuales serán seleccionados y separados en

muestras de eventos y ruido sísmico, y así luego ser ingresados a la red neuronal,

correspondiente al tipoMulti-layered Perceptron (Gardner and Dorling, 1998).

Para su entrenamiento, se utilizará como muestras secciones de 2 segundos de

STA/LTA obtenidos de las trazas, como también los métodos deMini-Batch
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Gradient Descent para el aprendizaje,Cross-entropy como función de coste y

Softmax como función de salida (Géron, 2017). Debido a que aspectos de la

arquitectura de la red quedarán a elección del usuario, como las funciones de

activación y la capa oculta, es que se realizará un proceso de generación, selección

y comparación de modelos variando estos distintos factores. Concretamente, la

selección se basará en la comparación de cada modelo obtenido, apoyándose en

métricas de error y exactitud, así como matrices de confusión y otras mediciones.

Finalmente, los modelos que resten serán puestos a prueba frente a trazas

continuas correspondientes a muestras de eventos, ruido y enjambre sísmico,

obteniendo así un poco de estadística sobre el éxito de la red, como falsos

positivos, frente a un detector basado en impulsividad o STA/LTA, y el catálogo

proporcionado por el Centro de Monitoreo Volcánico.

Cabe notar que, los resultados de una aplicación de redes neuronales en este

tipo de área, pueden tener un impacto signi�cativo en el aspecto de la capacidad

de detección de una red sismológica y falsos positivos, además de que se facilita la

actualización del sistema, dado que ya no es necesario encontrar los parámetros

ideales nuevamente, sino que basta con entrenar una vez más la red, con nuevos

datos que proporcionen mejores características de lo que se va a identi�car. Así,

utilizar un sistema de estas características tiene otros aspectos positivos como su

fácil implementación y versatilidad (Kong et al., 2019).

Dicho esto, la presente tesis proseguirá con la siguiente estructura. En primer

lugar, en Marco Teórico y Metodología se presentarán los conceptos teóricos o

bases sobre las que se trabajará, además de los pasos realizados en detalle para

la obtención de los resultados, respectivamente. Por otro lado, en Resultados se

mostrarán los productos de la metodología presentada, mientras que �nalmente,

en Discusión y Conclusiones se mencionarán y discutirán distintos aspectos de la

investigación, sus resultados, métodos utilizados y comparación con otros trabajos

en la literatura, planteando además si se cumplió la hipótesis y los objetivos

relacionados a esta.
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2. Hipótesis y objetivos

2.1. Hipótesis

Existe una variedad de estudios que han evidenciado e implementado la

detección o clasi�cación automática de señales sísmicas (por ejemplo, (Ibs-von

Seht, 2008), (Wang and Teng, 1995), (Curilem et al., 2009), (Tiira, 1999), (Dai

and MacBeth, 1995)) mediante la extracción de distintos parámetros de las formas

de onda (sobre dimensión temporal y/o frecuencial) y utilizando diversos tipos de

redes neuronales, ya sea aplicándolos en redes sismológicas locales, regionales o

instaladas en entornos volcánicos. Esto establece un precedente bastante sólido

que abre un abanico de posibilidades a la hora de aplicarMachine-learning a un

caso de estudio.

Entonces, se propone como hipótesis para este trabajo que, mediante la

extracción de parámetros que puedan caracterizar y diferenciar eventos de ruido

sísmico, especí�camente el STA/LTA calculado de los registros sísmicos, es posible

detectar/clasi�car señales o sismos dentro de las trazas mediante la implementación

de una red neuronal de tipoMulti-layered Perceptron.

2.2. Objetivos

2.2.1. Objetivo general

El objetivo principal para esta tesis corresponde a lograr la óptima

detección/clasi�cación de las señales sísmicas que arriban a la estación instalada

en las cercanías del Volcán Copahue, denominada COPA, mediante el desarrollo de

un detector de eventos en base a la red neuronalMulti-Layered Perceptron (MLP)

y a partir de la información proporcionada por las formas de onda, especí�camente

el STA/LTA obtenido de estas mismas.
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2.2.2. Objetivos especí�cos

Realizar una recopilación de eventos y ruido sísmico para el desarrollo de

una base de datos inicial.

Pre-procesar y obtener parámetros a partir de la base de datos,

correspondientes a ambas clases de datos (eventos y ruido).

Entrenar una variedad de versiones de la red neuronal a partir de la base de

datos y los parámetros calculados.

Evaluar y comparar el desempeño de las distintas versiones de la red neuronal.

Seleccionar las mejores versiones de la red mediante métricas de desempeño.

Comprobar mediante test con trazas continuas el desempeño de las versiones

�nales de la red.

Calculo de estadísticas simples para mostrar el desempeño frente al algoritmo

STA/LTA original.
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3. Marco Teórico
Para este estudio se trabajó principalmente con redes neuronales,

particularmente conMulti-layered Perceptron, lo cual forma parte de la amplia área

de conocimiento llamadaMachine-learning. Por otro lado, se desarrolló y manejó

una base de datos para la obtención de parámetros, lo cual abarca ciertos aspectos

teóricos que serán de�nidos en esta sección de la investigación, en conjunto a

aquellos relacionados conMachine-learning.

3.1. Base de datos

El desarrollo de una base de datos que fuese útil y efectiva para este trabajo

constó de dos principales aspectos: el manejo y procesamiento de los datos, lo cual

fue logrado con la librería ObsPy de Python, y por otro lado la obtención de un

producto �nal que sirviera de parámetro de entrada para la red, esto mediante el

cálculo de STA/LTA sobre los datos de señales registradas.

3.1.1. ObsPy

ObsPy corresponde a un software de código abierto desarrollado en Python

para el procesamiento de datos sismológicos. Esta librería tiene como objetivo

proporcionar una plataforma versátil, rápida y accesible para el desarrollo

de aplicaciones y herramientas a cientí�cos/as y sismólogos/as, y que gracias

a la integración de otras librerías del ambiente de Python como NumPy o

SciPy, permite trabajar fácilmente con todo tipo de formatos y herramientas

((Beyreuther et al., 2010), (Megies et al., 2011), (Krischer et al., 2015)).

Para el caso de estudio, la utilidad de ObsPy recaerá en su función de manejo

y procesamiento de los datos, permitiendo leer, cortar y guardar distintas series de

tiempo para la generación de bases de datos, además del uso de funcionalidades

propias de la librería comoTriggering, �ltrado, STA/LTA, etc. De estos últimos,

el más importante corresponde al método de STA/LTA, que será de�nido en la

siguiente sección.
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3.1.2. STA/LTA

El STA/LTA es un algoritmo ampliamente utilizado en sismología dada su

simple implementación y e�ciencia computacional, su nombre proviene del inglés

short-term average/long-term averagey corresponde a un algoritmo que calcula la

razón entre el promedio de amplitud sobre una ventana móvil corta y una ventana

móvil larga de datos sísmicos, con estas ventanas propagándose simultáneamente

a través de los datos en el dominio temporal. La ventana móvil corta es sensible a

rápidas variaciones de amplitud o impulsos que pueden corresponder a eventos

sísmicos, mientras que la ventana larga es una medida representativa del ruido

sísmico de fondo, por lo que la razón entre ambas ventanas muestra una medida

de la impulsividad de la señal contrastada con el variante ruido de fondo ((Sharma

et al., 2010); (Withers et al., 1998); (Trnkoczy, 2009))

Al ser este un método de detección de eventos muy utilizado de hace

varias décadas, se han desarrollado distintas variaciones. En particular, para

este trabajo se utilizará la versión denominadaSTA/LTA recursiva , la cual

ser más e�ciente y suave que la versión clásica del algoritmo al utilizar una

respuesta exponencial (Withers et al., 1998), además de que es usada por

defecto en una variedad de rutinas y librerías especializadas en detección de

eventos, como también es utilizada por (Wang and Teng, 1995) en su investigación.

Para el cálculo de STA/LTA, se de�nen las ventanas móviles de la siguiente

manera:

STAi = Cxi + (1 � C)STAi � 1 (3.1.1)

LTA i = Cxi + (1 � C)LTA i � 1 (3.1.2)

C = 1 � e� S=T (3.1.3)

En dondex i corresponde al cuadrado de la muestra de dato, coni variando

desde 1 hasta el largo de la señal,T es el tiempo de decaimiento característico,

o sea, el tiempo requerido para que la respuesta del impulso decaiga a1=e de

su valor original (Evans and Allen, 1983) mientras queS son los segundos por
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muestra. Cabe destacar que usualmente (y particularmente en ObsPy) en lugar

de la ecuación 3.1.3 se usa:

C = 1=NST A o C = 1=NLT A (3.1.4)

Con NST A y NLT A siendo el largo (en muestras) de la ventana móvil de STA y

LTA respectivamente. Finalmente, la función característica resultante de 3.1.1 y

3.1.2 (o como denominaremos ahora,CFT ) sería:

CFT =
STA
LTA

(3.1.5)

Ahora, con el STA/LTA ya de�nido, se deben ajustar ciertos parámetros para

que el algoritmo funcione correctamente aparte de los ya mostrados comoNST A

y NLT A , y que además son utilizados dentro de la rutina de ObsPy (Trnkoczy,

2009). Estos son:

Parámetros de �ltrado: Con el objetivo de mejorar la calidad de la señal y

quitar ruido sísmico que puede contaminar los datos, se �jan estos parámetros

que corresponden a los límites de un �ltro pasabanda (Frecuencia esquina

inferior y superior), los cuales dependen directamente de lo que el usuario

quiera destacar y/o atenuar de la señal.

Valor umbral: También denominadoTrigger On o Threshold On, es el valor

que debe ser superado por la función característica CFT para declarar un

posible evento sísmico. Esta declaración se mantiene hasta que la CFT

disminuye a un valor de�nido.

Valor Trigger O� : O tambiénThreshold O�, es el valor umbral que representa

un comportamiento normal de la CFT. Cuando se alcanza este punto luego

de haberse declarado un posible evento, se demarca el termino de este.



3.2. Machine-learning 9

Figura 3.1.1: Ejemplo con traza obtenida de la base de ObsPy, con los parámetros
personalizados. Sin �ltrado, STA = 0;5, LTA = 10, T rigger_ On = 3 y
Trigger_ Off = 1;5. Imagen superior presenta la traza en cuentas, con las
respectivas marcas deTrigger On y Trigger O� . Imagen inferior muestra el
STA/LTA recursivo calculado para la traza de la imagen superior.

Se puede observar en la �gura 3.1.1 la personalización de los parámetros y el

cálculo del STA/LTA a partir de la traza. Finalmente, el ajuste y optimización los

parámetros dentro del algoritmo es fundamental para mantener un equilibrio entre

una alta detección de eventos sísmicos y una baja cantidad de falsos positivos.

3.2. Machine-learning

Machine-learning corresponde al área de estudio o ciencia de programación

computacional que busca que las computadorasaprendan a través de los datos,

o sea, se le entrega al equipo implícitamente mediante algoritmos la habilidad

de aprender patrones, tomar decisiones, clasi�car, etc. sin ser programado u

ordenado de forma directa, mejorando su desempeño a través del proceso de

aprendizaje establecido por el usuario (Géron, 2017)
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Una conocida de�nición deMachine-learning fue dada por (Mitchell et al.,

1997): Se dice que un programa computacionalaprendede una experiencia E, con

respecto a un tipo de tarea T y medida de desempeño P, si su desempeño en la

tarea T, medido por P, mejora con la experiencia E.

Dentro de los distintos tipos de modelos dentro deMachine-learning, se utilizará

para este trabajo redes neuronales, los cuales se procede a de�nir a continuación.

3.2.1. Redes neuronales

Las redes neuronales arti�ciales (RNA de aquí en adelante) están inspiradas

en sistemas biológicos donde un gran número de neuronas, que individualmente

funcionan de forma lenta e imperfecta, colectivamente realizan funciones que

grandes computadores no pueden igualar. Este campo ha sido y es uno de los

más requeridos actualmente por la comunidad cientí�ca, esto debido a que es un

campo interdisciplinario por naturaleza.

Tal como en un sistema nervioso biológico, el elemento fundamental de un

RNA es la neurona arti�cial. La función de las neuronas arti�ciales son idénticas

a las que realizan las neuronas reales: éstas deben integrar señales de entrada

provenientes de otras neuronas y comunicar la señal integrada a un centro que

tome las decisiones. Existen dos funciones principales para las RNA, la primera

es la extracción de características o parámetros, mientras que la segunda es la

asociación de patrones o generalización. La extracción de parámetros es estimada

o aprendida por la RNA con una muestra representativa de patrones de entrada y

salida (proceso de entrenamiento). La generalización del RNA es un patrón de

salida en respuesta a un patrón de entrada, basado en la memoria del RNA que

funciona como un cerebro humano (Wang and Teng, 1995).

Con objetivos similares a esta tesis existen algunos trabajos realizados (por

ejemplo, (Ibs-von Seht, 2008)), sea para redes sísmicas regionales o redes de

monitoreo sobre volcanes, siendo este último de especial interés. De hecho, existen

ya casos de estudio en volcanes de Chile para la clasi�cación de señales, como es

el del Volcán Llaima y Villarrica ((Curilem et al., 2014); (Curilem et al., 2009)
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respectivamente), donde utilizan distintos métodos de parametrización de señales

sísmicas, tipos de redes neuronales y bases de datos.

3.2.1.1. Multi-layered perceptron

Dentro de las redes neuronales existen distintos tipos de modelos, algunos

especialmente desarrollados para ciertas tareas mientras que otros pueden

ser bastante versátiles. Uno que es muy comúnmente usado corresponde al

Multi-layered perceptrono Perceptrón multicapa (MLP de ahora en adelante) el

cual funciona mediante tres capas fundamentales de neuronas interconectadas

entre sí, con cada conexión incluyendo respectivos pesos. Una capa corresponde a

las neuronas de entrada que transmiten la información, luego esta información

es integrada a una capa oculta y posteriormente a una última capa de salida,

con la característica capa oculta pudiendo ser compuesta por una o mas

capas de neuronas, añadiendo así mayor complejidad a la red (Gardner and

Dorling, 1998). Notar que cada neurona integra la información de las neuronas

anteriores, ponderadas por los correspondientes pesos, para luego ser sujetas

a una toma de decisión mediante las funciones de activación asociadas a cada capa.
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Figura 3.2.1: Ejemplo de la estructura de un Perceptrón multicapa, con 4
neuronas de entrada, una sola capa oculta con 4 neuronas y 2 neuronas de salida.

Se puede observar de la �gura 3.2.1 la estructura de un MLP, con la

característica capa oculta. Frente a este tipo de arquitectura de red, se desarrolló

un método de entrenamiento en general, el cual es llamadoBackpropagation(Ver

A.1). Para este caso, la optimización del error de la red MLP se logrará a través

del Gradiente descendiente, explicado a continuación.

3.2.2. Gradiente descendiente

El gradiente descendiente (Gradient descenten inglés, o GD) corresponde a

un algoritmo de optimización que, en lugar de obtener los mejores parámetros o

pesos para un modelo o red neuronal a través de una ecuación directa (como es el

caso de la ecuación normal en regresión lineal), los obtiene a través de un proceso

iterativo, paso a paso, en el cual el modelo converge a los valores óptimos de los

parámetros que minimizan a la función de coste1.

1Función de coste es una medida del error de la red sobre el set de entrenamiento, y el objetivo
es minimizar este error para que la toma de decisiones de la red sea correcta.
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Para lograr esto, el algoritmo inicia con un set de parámetros aleatorios,

luego calcula el gradiente local de la función de coste y se mueve en la dirección

del mayor gradiente negativo con paso de�nido por la tasa de aprendizaje� ,

modi�cando en cada iteración los parámetros iniciales, hasta alcanzar un gradiente

cero, que correspondería al mínimo del error (local o absoluto), y es en este punto

que se dice que los parámetros son óptimos.

Sin embargo, el uso de este algoritmo presenta ciertas problemáticas, como

por ejemplo, la de�nición de una tasa de aprendizaje no adecuada (Ver �gura

3.2.2). Si la tasa es muy baja, el algoritmo va a converger de forma segura al

mínimo error pero de forma más lenta, por lo que será necesario realizar mayor

número de iteraciones lo que signi�ca un mayor costo computacional, inclusive

con la posibilidad de no alcanzar los parámetros óptimos por falta de iteraciones.

Por otro lado, si la tasa es muy alta, convergerá rápidamente a una solución pero

puede saltarse el mínimo error, ya que los pasos que dé el algoritmo durante las

iteraciones pueden ser muy largos. También se pueden encontrar otros problemas

como converger a mínimos locales en lugar del mínimo absoluto, o encontrarse con

una zona de gradiente cero, que no necesariamente sea un mínimo sino un plano

por ejemplo. Para enfrentar esas problemáticas resulta muy importante de�nir

una buena tasa de aprendizaje, además de tomar en consideración la forma del

gradiente de la función de costo, por ejemplo, en el caso de MSE (Mean Squared

Error o Error Medio Cuadrado), su gradiente tiende a no tener cambios abruptos

y suele ser un valle, por lo tanto se puede a�rmar con seguridad que el algoritmo

llegará a un buen resultado (Géron, 2017).
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Figura 3.2.2: Funcionamiento y problemáticas del gradiente descendente. A)
Ejemplo simple del proceso de optimización del vector de parámetros� . B) Ejemplo
de una tasa de aprendizaje� muy grande. C) Ejemplo de una tasa de aprendizaje
� muy baja. D) Ejemplo de una función de coste irregular y encuentro de mínimos
tempranos (local o plano). Imágenes compiladas de (Géron, 2017).

Para de�nir matemáticamente el proceso de optimización, tomaremos el caso

de la función de coste MSE, que se de�ne de la siguiente forma:

MSE (� ) =
1
m

mX

i =1

(ŷ(i ) � y(i ))2 (3.2.1)

Con ŷ(i ) = � T � x (i ) el valor predicho por el modelo para la instancia de

entrenamientoi , � T la transpuesta del vector de parámetros,x(i ) el vector de datos

de entrenamiento para la instanciai , m el número de instancias de entrenamiento

y y(i ) el valor objetivo de la instanciai . En este punto, es donde implementamos

el gradiente descendiente, calculando la derivada parcial de la ecuación 3.2.1 de

MSE (nuestra función de costo en este caso) con respecto a cada parámetro del

vector de parámetros que queremos optimizar, es así que obtenemos la siguiente

ecuación:

@
@�j

MSE (� ) =
2
m

mX

i =1

(� T � x (i ) � y(i ))x(i )
j (3.2.2)
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Donde @
@�j

MSE (� ) es la derivada parcial con respecto alj -ésimo parámetro

� . Estos valores serán contenidos en el vector de gradienter � MSE (� ), el cual

puede ser calculado directamente aplicando gradiente:

r � MSE (� ) =

0

B
B
B
B
B
B
B
B
B
@

@
@�0

MSE (� )

@
@�1

MSE (� )

...

@
@�n

MSE (� )

1

C
C
C
C
C
C
C
C
C
A

=
2
m

X T � (X � � � y ) (3.2.3)

Luego, el vector gradiente calculado es aplicado para ajustar los parámetros

del modelo. esto se hace para cada iteración de la siguiente forma:

� (siguiente) = � � � r � MSE (� ) (3.2.4)

Finalmente se puede observar que para este caso, el gradiente descendiente usa

todo el set de entrenamiento para cada instancia en la ecuación 3.2.3 A este tipo

de gradiente descendiente se le denominaBatch Gradient Descent, debido a que

utiliza todos los datos o elBatch completo en cada iteración. Lo anterior puede

ser un problema debido a que puede volver lento el proceso de optimización, por

esto mismo es que existen otros tipos de gradiente descendiente que se repasarán

rápidamente a continuación:

Stochastic Gradient Descentpropone un funcionamiento opuesto alBatch

Gradient Descent recién expuesto, ya que en lugar de tomar todo el set

de datos, usa una única instancia de entrenamiento al azar para cada

iteración, por lo que es mucho más rápido el proceso de optimización y

calculo del gradiente, pero sufre de una función de costo irregular, con el

error en cada iteración disminuyendo y aumentando de forma intermitente

y únicamente decreciendo en promedio. A su vez, se le hace más difícil

al algoritmo encontrar los valores más óptimos de los parámetros, pero si

encuentra buenos valores rápidamente. Por último, el hecho que avance

de forma irregular la optimización ayuda a evitar estancarse en mínimos

locales, y encontrar más fácilmente el mínimo absoluto (aunque le sea difícil

estabilizarse en un sólo valor).

Mini-Batch Gradient Descent corresponde a un algoritmo que se puede
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entender como el punto medio entre elStochastic GD y el Batch GD

anteriormente explicados, ya que los gradientes son calculados sobre pequeños

sets de datos o instancias llamadosMini-batch, los cuales son elegidos

aleatoriamente y subdivididos del set principal oBatch. Lo anterior permite

al algoritmo de optimización ser relativamente más rápido que elBatch

GD y menos errático que elStochastic GD. Notar también que lo anterior

depende del tamaño de losMini-batch, por lo que se puede hacer aún menos

errático al proceso utilizandoMini-batchs de mayor tamaño.

3.2.3. Funciones de activación

Las funciones de activación tiene la tarea de realizar la toma de decisiones de

la neurona, dependiendo de la información integrada a través de las conexiones

y pesos con la capa de neuronas anterior. Dependiendo de lo anterior es que se

transmitirá una respuesta numérica a la siguiente capa de neuronas, representando

una decisión (Nwankpa et al., 2018).

En lugar de utilizar funciones de tipo Signo o Escalón, en este caso se usan

funciones logísticas o Sigmoides, debido a que estás poseen gradiente, lo cual sirve

durante el proceso de entrenamiento, además que son no-lineales. Usualmente se

utilizan funciones de activación del tipo Sigmoide, que es de�nida de la siguiente

forma:

� (z) =
1

1 + e� z
(3.2.5)

Esta función tiene forma de S, es continua y diferenciable, y sus valores varían

entre 0 y 1, lo cual genera salidas normalizadas, debido a esto es que se sugiere su

uso para patrones con un comportamiento similar.

Por otro lado, existen otras dos funciones de activación que son ampliamente

usadas y que puede ser útil comparar, como se podrá ver también en la �gura

3.2.3:

Función Tangente Hiperbólica (Tanh): Bastante similar en características a

la función Sigmoide, con la diferencia que sus valores varían entre -1 y 1,

por lo que es centrada en 0. Se de�ne como:
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tanh(z) =
ez � e� z

ez + e� z
(3.2.6)

Función ReLU: Su nombre proviene deRecti�ed Linear Unit y es básicamente

una función plana desde� ��nf hasta 0, para luego pasar a una función recta

en función dez hasta ��nf . Es continua pero no diferenciable en 0, tiene

la ventaja de ser más rápida de calcular, además de que inhibe y activa

neuronas dependiendo del valor que resulte de ella (inhibe siz < 0, activa si

z > 0). Por último, esta función no es normalizada, y se encuentra de�nida

por la siguiente ecuación:

ReLU(z) =

8
<

:

z ; z � 0

0 ; z < 0
(3.2.7)

Figura 3.2.3: Comparativa de las funciones de activación a ser utilizadas en
este estudio. Columna izquierda: Grá�cos de las funciones de activación Sigmoide,
Tangente Hiperbólica y ReLU (de arriba hacia abajo). Columna Derecha: Grá�cos
de los gradientes de las funciones de activación ya mencionadas, en el mismo orden
anterior.
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3.2.4. Regresión Softmax

Ahora que está de�nida nuestra red neuronal y se sabe a grandes rasgos como

funciona internamente su arquitectura, se puede ver que es lo que ocurre en las

capas de salida y como estas entregan una predicción del resultado.

Generalmente en el caso de la clasi�cación binaria, se toma el resultado de

la neurona de salida y se interpreta su resultado numérico (según como se le

entrenó y como lo indiquen las funciones de activación) tomando así una decisión

y asignándole una clase, obteniendo una predicción. Sin embargo, se puede tomar

una aproximación probabilística al problema, medianteLogistic Regressiono

Regresión logística, la cual básicamente estima la probabilidad (entre 0 y 1) de que

cierta instancia pertenezca a una clase mediante la sumatoria ponderada de los

patrones de entrada (trabaja como una función de activación). Esta probabilidad

es calculada a través de una función Sigmoide tal como se de�nió en la ecuación

3.2.5. Finalmente, en base a esta probabilidad se predice un resultado, de la forma:

ŷ =

8
<

:

0 ; p̂ < 0;5

1 ; p̂ � 0;5
(3.2.8)

En dondeŷ corresponde al valor objetivo predicho ŷp la probabilidad de clase

estimada para la instancia usando la ecuación 3.2.5. Como se puede ver, desde 0.5

de probabilidad se predice la pertenencia a la clase 1, y en caso contrario la clase

0. Ahora, esto es diferente cuando no se trata de una clasi�cación binaria sino de

una multiclase, ya que una sola función Sigmoide deja de ser su�ciente. Es aquí

que es necesaria la introducción del concepto deSoftmax regressiono Regresión

Softmax.

La Regresión Softmax (su nombre proviene de la funciónargmax, pero

suavizada) se puede entender como la generalización a múltiples clases de la

Regresión logística y funciona de la siguiente manera: Considerando sólo una

instancia de ejemplo, el modelo calcula una puntuación para dicha instancia

con respecto a cada clase (en base a lo que entrega la red), luego se obtiene la

probabilidad de cada clase similarmente como se hace en Regresión logística pero

esta vez aplicando la función Softmax a las puntuaciones ya mencionadas, por lo

que la clase predicha será aquella de mayor probabilidad (por consecuencia, de
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mayor puntuación) ((Bishop, 2006), (Géron, 2017)). La función Softmax se de�ne

como:

p̂k = � (s(x))k =
e(sk (x ))

P K
j =1 e(sj (x ))

(3.2.9)

Con p̂k la probabilidad de pertenencia a la clasek y s(x) el vector de

puntuaciones para cada clase para los datosx. Para estimar la probabilidad

de pertenecer a la clasek calcula la exponencial de la puntuación de la clasek

dividida por la sumatoria de todas exponenciales de las puntuaciones de cada clase.

Es necesario notar que la funciónSoftmax se reduce y equivale a una Regresión

logística en el caso de una clasi�cación binaria.

3.2.5. Cross-entropy

Como ya hemos visto en otras secciones, típicamente es utilizado el MSE o

RMSE para medir el error de la toma de decisiones de la red neuronal, o sea,

se utilizan como función de costo. Para este caso, se utilizaráCross-entropy o

la Entropía cruzada, cuyo concepto se entiende como la medida de diferencia

entre dos distribuciones de probabilidad dada una variable aleatoria. En teoría

informática, la Entropía cruzada corresponde al número promedio de bits para

enviar información desde una distribuciónp, pero usando un modeloq (que es

una aproximación dep), o sea, siq es un modelo muy similar a la distribuciónp,

en promedio se usarán pocos o ningún bit extra, por lo tanto la Entropía cruzada

será baja, pero en el caso contrario en dondeq es una mala aproximación dep,

para enviar la misma información se usarán en promedio una mayor cantidad de

bits (debido a que existe una mayor incertidumbre en la información a enviar),

por lo que la Entropía cruzada será mayor. Matemáticamente la Entropía cruzada

entre las distribucionesp y q se de�ne de la siguiente manera:

H (p; q) = �
X

x

p(x)log(q(x)) (3.2.10)

Esto considerando el caso de distribuciones de probabilidad discreta. De lo

mencionado anteriormente, se puede hacer una idea de su utilidad como función de

coste o error en optimización, pues si utilizamos como distribuciónp la probabilidad

esperada u objetivo de cada clase, yq como la probabilidad predicha para cada

clase (aquí entra en función lo explicado en la sección 3.2.4), se dará el caso en
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que si estas distribuciones son muy diferentes entre sí, la Entropía cruzada lo

penalizará y por lo tanto será alta. Así, el objetivo es minimizar esta función

((Bishop, 2006); (Géron, 2017)). La Entropía cruzada como función de coste se

de�ne:

J (�) = �
1
m

mX

i =1

KX

k=1

y(i )
k log(p̂(i )

k ) (3.2.11)

En donde� corresponde a la matriz de parámetros,y(i )
k es la probabilidad

de la clase objetivo para la instanciai , y p̂(i )
k es la probabilidad predicha por la

red para la clasek (proviene de la ecuación 3.2.9). Notar que en este casoy(i )
k

es 1 si para la instanciai la clase objetivo esk, en caso contrario es 0, debido a

que sabemos de antemano cual es la clase a la cual corresponde cada instancia

y por lo tanto dicha instancia tiene probabilidad total de pertenecer a aquella clase.

Finalmente, se utiliza el procedimiento ya explicado en la sección 3.2.2, que

corresponde a calcular el gradiente de 3.2.11 y aplicar Gradiente descendiente

para encontrar la matriz � que minimiza el error de la ecuación 3.2.11.

3.2.6. Matriz de confusión

La matriz de confusión es una herramienta que permite evaluar y visualizar

de buena manera el desempeño de un clasi�cador, en las columnas se muestran

las predicciones de cada clase, mientras que las �las las clases observadas (reales).

Notar que para utilizar la matriz de confusión ya se debe tener un set de resultados

o predicciones del modelo, al igual que los datos originales con los que se va

a comparar, usualmente se utilizan sets de entrenamiento o validación y sus

correspondientes predicciones. Un ejemplo de como se ve una matriz de confusión

puede ser el siguiente:
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Figura 3.2.4: Matriz de confusión para una clasi�cación binaria, en ella se muestra
la ubicación de los Verdaderos negativos (VN), Falsos positivos (FP), Falsos
negativos (FN) y Verdaderos positivos (VP). Estos elementos son fundamentales
para el calculo de distintas métricas.

Otro de los bene�cios de utilizar la matriz de confusión, es que de ella se

derivan distintas métricas de desempeño que analizan aspectos de la calidad del

clasi�cador, además que los hace visualmente comprobables (Géron, 2017). Entre

ellos tenemos:

Exactitud: Corresponde a la razón entre predicciones correctas y el total de

predicciones realizadas, se calcula de la siguiente manera:

exactitud =
V P + V N

V P + V N + FP + FN
(3.2.12)

Precisión: Es la razón entre predicciones correctas y el total de predicciones

positivas realizadas por el clasi�cador. Una alta precisión nos dice que el

clasi�cador difícilmente confundirá otra clase con la correcta. Esta medida

de calcula como:

precisión=
V P

V P + FP
(3.2.13)

Sensibilidad: Es la razón entre predicciones correctas y el total de

observaciones positivas. Una alta sensibilidad se traduce a que el clasi�cador

identi�ca correctamente las observaciones positivas y no las confunde con
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otra clase. Se de�ne de la siguiente forma:

sensibilidad=
V P

V P + FN
(3.2.14)
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4. Metodología

4.1. Desarrollo de base de datos

Se contó con acceso a las series de tiempo de distintas estaciones instaladas

en las zonas cercanas al Volcán Copahue, entregadas por Centro de Monitoreo

Volcánico de la Universidad de Concepción. De estas estaciones, cuyas ubicaciones

se encuentran especi�cadas en la Figura 4.1.1 y Tabla 4.1.1, se eligió aquella que

presentara una mayor calidad en sus registros, comparando distintas señales,

de lo cual se concluyó que la mejor estación para los �nes de este estudio es la

denominada COPA (ver �gura 4.1.2).

N° Estación Latitud [°] Longitud [°]
1 CALL -37.9033 -71.5308
2 COPA -37.9550 -71.2435
3 MAYA -37.9924 -71.4590
4 COP2 -38.0327 -71.3058
5 TOL1 -38.3724 -71.6781
6 LONQ -38.3890 -71.5653
7 MANZ -38.4620 -71.6833

Tabla 4.1.1: Identi�cación y ubicación de las estaciones de la �gura 4.1.1.
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Figura 4.1.1: Localización de las distintas estaciones de las que se tuvo
información, los números hacen referencia a la tabla 4.1.1 para su identi�cación.
Notar que COPA es la estación más cercana al Vn. Copahue, marcado en color
verde. El resto de volcanes se encuentran marcados en triángulos rojos.

Se tomó en consideración datos desde enero del año 2018 hasta mediados del

2020, cercano al mes de Junio, los cuales se encuentran en archivos diarios en

formato SEED, con una frecuencia de muestreo de 25 Hz. Estos registros, junto

con el catálogo de eventos detectados por la red del Centro de Monitoreo Volcánico,

fueron los cimientos de la base de datos.
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Figura 4.1.2: Comparación de la señal recibida de un evento localizado en la
caldera del Vn. Copahue, con fecha 2019-04-26 10:32:13 en las estaciones CALL,
COP2, COPA y MAYA, respectivamente. Notar que la señal es recibida de mejor
manera y mayor amplitud en COPA.

En términos generales, el siguiente paso a seguir fue transformar la base

de datos a un patrón que pueda ser aprendido por el MLP (Wang and

Teng, 1995) calculando el STA/LTA recursivo (3.1.2) de la señal y cortando

los primeros 2 segundos del evento (o sea, la primera llegada asociada
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a la onda P), correspondiente a 50 puntos según la frecuencia de muestreo

ya establecida, de modo que estos datos sean introducidos de forma directa a la red.

Cabe notar que, para el correcto funcionamiento de la red neuronal clasi�cadora,

es necesario que esta aprenda características tanto de eventos como de ruido

sísmico, por lo que a continuación se ahondará en el desarrollo de ambas clases de

datos, detallando su pre-procesamiento, extracción y transformación a patrones

reconocibles por la red.

4.1.1. Eventos sísmicos

En primer lugar, se desarrolló un código en Python llamadogen_database.py,

a través de ObsPy, que permitió cargar y cortar las trazas correspondientes a

los eventos catalogados en secciones de 2 minutos (desde 40 segundos antes, y

80 segundos después del tiempo de inicio estipulado en el catálogo) de forma

automática, a partir de la base de datos. Estas trazas recortadas fueron separadas

en una base manejable (en formato SEED, con sismogramas incluidos para su

revisión) y ordenadas por fecha de registro, obteniendo un total de 182 sismos

registrados, a la espera del pre-procesamiento.

Este llamado pre-procesamiento constó principalmente de la limpieza de las

trazas, quitando la media y tendencia de los datos, además de aplicartapering o

ventana de Hann1 para luego �ltrar entre 3.5 y 10 Hz, con tal de incrementar

la calidad de la señal. Finalmente, se quitó las secciones de la traza contaper

o suavizadas, para poder calcular el STA/LTA recursivo asociado a la señal,

mediante la ecuación 3.1.5. Para esto, se utilizó un STA y LTA de 0.5 y 10

segundos, además de umbrales THR_ON y THR_OFF de 3 y 1.5 respectivamente.

Al contar con la serie de STA/LTA, se procedió a extraer una sección de un

total de 2 segundos de largo (50 puntos de datos), especí�camente� 1 segundo

alrededor delTrigger On del correspondiente evento, entregado por la rutina

de ObsPy deTriggering. Todo lo anterior, incluyendo el pre-procesamiento, se

desarrolló a través de un código de Python denominadogen_input_COPA.py .

Luego, aún dentro del mismo código, se procedió a guardar los patrones obtenidos

1Ventana de Hann: Se aplica para suavizar los extremos mediante un coseno ponderado. Este
proceso se realiza para evitar errores debido al truncamiento.
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como vectores en archivos .txt, en conjunto al grá�co de los 2 segundos de datos,

para una posterior revisión.

Finalmente, los patrones de cada uno de los 182 eventos fueron revisados

manualmente, con el objetivo de eliminar aquellos que presentaran errores,

almacenando así 166 muestras (cada una correspondiente a un evento) las cuales

fueron posteriormente introducidas directamente a la red como sets de datos para

su entrenamiento.

4.1.2. Ruido sísmico

Con respecto a la generación de patrones para ruido sísmico, se creó un

código de Python de manera similar al caso de los eventos sísmicos, denominado

gen_input_noise_COPA.py . El proceso de extracción en este caso fue un poco

más complicado, debido a que ya no se tiene un catálogo oTriggers que sirva

de guía para extraer secciones, por lo tanto, se debió utilizar aleatoriedad en

el proceso. Primero, se usó nuevamente la base de datos diaria y se tomó un

día de forma aleatoria, el cual fue subdividido en trazas de 5 minutos, evitando

aquellas que contuviesen un evento ya listado en el catálogo. Posteriormente, se

realizó el pre-procesamiento de igual forma a lo realizado con los eventos sísmicos,

obteniendo el STA/LTA de cada traza al �nal utilizando los mismos parámetros

del caso de eventos.

Luego, dentro del script ya mencionado, se analizó cada traza de STA/LTA de

forma que se cumplieran ciertas condiciones, como una desviación estándar >1

para evitar los artefactos producidos por trazas interpoladas, ceropeakspara

ruido uniforme, y un máximo de 4peakspara ruido muy variante, de forma

de abarcar variados comportamientos del ruido de fondo, y así evitar que la

red confunda ruido muy variante en amplitud con eventos, minimizando falsos

positivos. Aquellas trazas que cumplieran con las condiciones de ruido variante

se le extrajo 2 segundos sobre unpeak aleatorio, mientras que para el ruido

más uniforme, se tomó un punto medio de las secciones de 5 minutos de�nidas

anteriormente, en donde se extrajo los 2 segundos necesarios para el patrón.

Finalmente, se obtuvo un número inde�nido de muestras a partir del ruido,
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por lo que la única consideración que se tuvo es que el número de patrones para el

ruido debiese equiparar al de muestras de eventos durante el entrenamiento (166

hasta el momento), por lo que las muestras sobrantes fueron desechadas, posterior

a la revisión pertinente para eliminar aquellas que mostraran errores o no tuviesen

un comportamiento normal, similar a lo realizado en el caso de eventos sísmicos,

también de forma manual.

Figura 4.1.3: Muestras obtenidas, normalizadas individualmente, con el objetivo
de mostrar el patrón o forma característica de la clase. Izquierda: Patrón de los
eventos sísmicos, con un marcado escalón en elTrigger (linea punteada roja).
Derecha: Patrón del ruido, con observable aleatoriedad. Parámetros usados según
estipulado en 4.1.2 o 4.1.1.

Es posible observar de la �gura 4.1.3 los patrones que se espera la red

pueda identi�car, para así clasi�car correctamente las clases de eventos y ruido,

sumando al proceso las diferencias de amplitud, que obviamente hay entre señales

correspondientes a sismos y señales de ruido de fondo. Destacar, que en la �gura

4.1.3 cada muestra está normalizada de forma independiente de el resto del set,

sólo con �nes de visualización del patrón acumulado, posteriormente se tomará su

valor de amplitud individual en consideración al ingresar a la red.

4.2. Construcción red neuronal

Finalizada la generación de la base de datos inicial junto con las muestras

que representaran a cada clase, se procedió a la construcción de la red a la que

serán introducidos estos datos. En la presente sección, se detallará este proceso,

además de la estructura utilizada (o sea, las características básicas del MLP) y el

entrenamiento de la red.
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4.2.1. Arquitectura de MLP

Como ya se mencionó en la sección 3.2.1.1, la red utilizada es una de tipo

Perceptrón Multicapa o MLP. La arquitectura de la red para esta implementación

consta de una capa de entrada de 50 neuronas, ya que las muestras constan de 50

puntos de datos. Debido a que el caso de estudio es un reconocimiento de patrones

simple, se consideró usar una sola capa oculta, con un número de neuronas ocultas

variable de 1 a 20 neuronas. El número �nal de estas fue determinado mediante

comparación de desempeño y error, lo que será mostrado más adelante, mientras

que la capa de salida fue de 2 neuronas, con cada una representando una clase.

Las interconexiones de las neuronas, re�riéndose a los pesos, fue de�nida como

aleatoria cada vez que se ejecutaba un nuevo modelo, lo cual fue añadido junto

con todas las demás características y con�guraciones mencionadas, dentro de un

código de Python, gracias a la librería Tensorfow, denominadotraining_mlp.py ,

con el objetivo del desarrollo de modelos de MLP.

Por otro lado, en cuanto a las funciones de activación, tal como fue mostrado

en la sección 3.2.3, se varió entre las 3 funciones presentadas y se eligió aquella que

se comportaba de mejor forma y con menor error. Un resumen de la arquitectura

de los modelos de la red MLP se muestra a continuación en la �gura 4.2.1.
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Figura 4.2.1: Esquema de la red MLP, y las variaciones ingresadas. Basado de
la �gura 3.2.1.

Finalmente, para la estructura de salida, se utilizó lo especi�cado en las

secciones 3.2.4 y 3.2.5 (Softmax y Cross entropy) como función de activación

de salida y función de coste de la red respectivamente. Lo anterior, también fue

incluido en el códigotraining_mlp.py , para el desarrollo de los distintos modelos.

4.2.2. Entrenamiento de MLP

Para entrenar a cada modelo de la red, se utilizó la misma base de datos, ya

especi�cada en 4.1, en donde de las 166 muestras de eventos se separó 150 para

utilizar en el entrenamiento, mientras que los 16 restantes fueron asignados a

una traza continua para testeos posteriores. A este set de datos, se le sumaron

150 muestras aleatorias de ruido para representar equitativamente ambas clases,

formando así la base de entrenamiento inicial con un total de 300 patrones.

Por otro lado, dentro del código para el entrenamientotraining_mlp.py , se le
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asignó a cada una de las 300 muestras su valor objetivo, que corresponde a su clase

asociada, denominaday (las muestras corresponden ax). En el caso de eventos

sísmicos el valor objetivo es 1, mientras que para la clase de ruido el valor es 0.

Luego, al set de entrenamiento y de valores objetivos respectivos se les realizó una

permutación o mezcla homogénea, para después subdividirlo en sets de validación,

test y entrenamiento, que son de�nidos a continuación:

Set validación : Corresponde al set de datos que es utilizado para

calcular medidas de desempeño y error, durante y después del proceso

de entrenamiento, con la particularidad de que el modelo no ha visto en

ningún momento estos datos, por lo que sirve para analizar que tan bien

el modelo generaliza frente a nuevos datos. Se utilizó el 20 % del set inicial

para constituir este set, quedando en un total de 60 muestras.

Set para test : Es el conjunto de datos cuya �nalidad, en este caso, es

construir matrices de confusión y predicciones de prueba, y generar otras

medidas como la exactitud, fuera del proceso de entrenamiento. Al igual

que el set de validación, estos datos en ningún momento han sido analizados

por la red. Nuevamente se hizo uso del 20 % de datos, esta vez del set de

entrenamiento restante del set de validación, por lo que se contó con 48

muestras.

Set entrenamiento : Tal como lo explica el nombre, es el set cuya única

función es ser ingresado al modelo para entrenarlo. Esto es importante debido

a que el utilizar este set para otras funciones puede entregar resultados

sesgados, como medir el desempeño o error después del entrenamiento. Lo

anterior ocurre debido a que la red ya conoce estos datos y sus clases, y

ya se encuentra ajustado con respecto a ellos. Para este estudio, son 192

muestras las que constituyen al set de entrenamiento.

Para entrenar a los distintos modelos se aplicó el algoritmo deMini-batch

gradient descentdentro del códigotraining_mlp.py , mostrado en la sección 3.2.2

(excepto en los casos experimentales mencionados), con una tasa de aprendizaje

de 0.005 y 500 iteraciones. En cuanto a la normalización o estandarización

de los datos, se abordó ambos casos, pero se tomó la decisión de utilizar la

estandarización, debido a que es más fácil de aplicar a nuevos datos.
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Por otro lado, los datos fueron ingresados con y sin estandarización, esto

debido a la variedad de funciones de activación (normalizadas y no-normalizadas)

en conjunto a la naturaleza de los datos que conforman cada muestra, los cuales

tienen valores bajos y no presentan gran variación (un orden de magnitud como

máximo). Un ejemplo del proceso que atraviesan los datos se puede observar de la

�gura 4.2.2.

Figura 4.2.2: Esquema del procedimiento de los datos y separación en sets.

4.3. Comparación de modelos

Con el objetivo de evaluar los distintos comportamientos de las funciones

de activación, la in�uencia de la cantidad de neuronas ocultas y los resultados

de estandarizar los datos, se realizó una comparación de los modelos mediante

distintas métricas y métodos, los cuales se especi�carán al �nal de esta sección en

conjunto al proceso de selección. Por ahora, se describirá la generación de los
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modelos que luego se sometieron a comparación.

Para generar los modelos de forma consecutiva se creó una rutina de Python,

llamada best_hidden.py. Lo primero que se debe destacar, es que se mantuvo la

base de datos y su distribución de sets para todas las versiones generadas, al igual

que la estructura básica y parámetros, como la tasa de aprendizaje y número

de iteraciones, similarmente a lo hecho con el código detraining_mlp.py . En

cuanto al proceso de generación de los modelos, primero para cada función de

activación se hizo variar la cantidad de neuronas ocultas de 1 a 20, y se creó 3

veces cada versión (o sea, se generaron 3 modelos de 1 neurona, 3 de 2 neuronas,

etc) con el objetivo de asegurarse de que algún modelo no cayera en un mínimo

local, manteniendo de aquellas 3 versiones la que presentara menor error. Luego,

se repitió el mismo proceso anterior para cada función de activación, pero sin

estandarización de los datos.

Al momento de generar cada modelo, se visualizó el error y exactitud para el

set de entrenamiento y validación, generando un registro solamente para el caso

de validación, además de la exactitud para el set de test. Por otro lado, también

se guardaron matrices de confusión con el set de entrenamiento y de test, en

conjunto a las métricas asociadas como la exactitud, precisión, y sensibilidad.

Finalmente, gracias a un código de apoyo para generar �guras, para cada

función de activación, con y sin estandarización, se gra�có la exactitud dentro del

set de test versus la cantidad de neuronas ocultas, lo mismo se realizó con el error

del set de validación pero con un grá�co 3D, añadiendo el número de iteraciones

como variable extra, lo que nos permite analizar como se reduce el error durante

el proceso de entrenamiento para cada caso. Por último, se generó una �gura

compuesta, que incluye la exactitud del test y el error de validación contra el

número de neuronas ocultas, lo que muestra si existe alguna relación entre la

variación de exactitud y el error.

Así, se generaron los grá�cos y registros necesarios, gracias al código de

apoyoplotter.py, para lograr seleccionar los mejores modelos según las métricas

descritas, para luego realizar las últimas pruebas de rendimiento y análisis de las

correspondientes matrices de confusión. Es posible observar de forma resumida y
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simpli�cada el funcionamiento de los códigos mencionados en esta sección, en la

�gura 4.3.

Figura 4.3.1: Esquema de la generación de modelos y registros para su posterior
comparación, mediante las métricas y grá�cos mencionados.

4.4. Prueba de desempeño en versión �nal

De manera manual, de cada set de modelos por función de activación, se

seleccionó aquel que mostrara un menor error a la iteración 500, obteniendo así 6

versiones de MLP: 3 por función con estandarización y 3 sin estandarización. De

estos 6, se realizó un test utilizando los datos que se separaron al principio (sección

4.2.2) en forma de traza continua (los 16 eventos restantes del entrenamiento).

El test consistió en ingresar secuencialmente a cada modelo la traza de un

evento y una sección de ruido (obtenidos de la traza mencionada anteriormente),

mediante un nuevo código llamadorun_mlp.py , analizando así la respuesta del

STA/LTA, las neuronas de salida y la toma de decisión del modelo, con tal de

ver su comportamiento en este nuevo formato de trazas, pues hay que tener en

cuenta que hasta ahora el modelo solo ha trabajado con secciones de 2 segundos

independientes. Este análisis visual tuvo por principal propósito, elegir un modelo

que se comportara bien en ambas trazas con el mínimo de falsos positivos.

Por otro lado, las matrices de confusión generadas anteriormente con el código

best_hidden.pypara cada modelo, sumado a las métricas de exactitud, precisión y
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sensibilidad asociadas, fueron utilizadas como información de apoyo para intentar

dar explicación a los posibles resultados de las pruebas �nales de desempeño.

Finalmente, para expandir el caso de las trazas, y así generar un registro y

estadística del desempeño de la red en un caso real, es que se utilizó el caso de

enjambres sísmicos detectados originalmente por la estación COPA. El punto

comparativo en este caso fue el STA/LTA, ya que al presentarse el modelo

de MLP como una mejora del STA/LTA en el que se basa, es natural querer

comparar los resultados entre ambos métodos.

Para lo anterior, se creó una nueva rutina (testing_mlp.py) y con ella se llevó

un registro de los eventos catalogados, las detecciones de STA/LTA y del modelo

MLP. En los dos últimos casos se habla de detecciones sospechosas pero no de

eventos, pues para declarar un evento se necesita con�rmación de más estaciones

en el caso real. Es así, que se analizó la cantidad de falsos positivos entregados por

STA/LTA y MLP, además de la capacidad de detectar los eventos ya catalogados

por la red MLP, e incluso su habilidad para encontrar nuevos posibles eventos o

sospechosos que no hubiesen sido catalogados anteriormente, notando obviamente

que en este caso solamente se presume el nuevo evento ya que haría falta la

con�rmación con otras estaciones, lo cual no es posible al momento de la escritura

de esta tesis, ya que sería necesario entrenar y homologar resultados sobre otra

estación, para que estas se encuentren en igualdad de condiciones.
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5. Resultados

5.1. Extracción de parámetros

Los primeros resultados obtenidos son predecesores a la generación de los

modelos MLP, especí�camente relacionados al proceso de extracción de patrones.

Tal como fue mencionado en la sección 4.1, estos corresponden a los patrones de

los eventos y ruidos sísmicos registrados, acumulando un total de 300 muestras

distribuidas equitativamente en ambas clases. Un ejemplo de los patrones obtenidos

se puede ver en la siguiente imagen:

Figura 5.1.1: Superior: Ejemplos de muestras registradas para eventos 47
(Izquierda) y 156 (Derecha). Inferior: Muestras de ruido, para caso normal
(Izquierda) y el caso con amplitud variable (Derecha).

Es posible observar la similitud de las muestras incluidas en la �gura 5.1.1,
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especialmente para el caso de eventos, con los patrones presentados en 4.1.3

característicos de cada clase (por ejemplo, la muestra de evento 47 presenta una

forma similar al escalón típico de eventos). Recordar que estos son ejemplos

de muestras que son acumuladas para generar la �gura 5.1.1, sin considerar la

amplitud de las muestras dado que son normalizados. En esta caso, es posible

analizar la amplitud de la señal de STA/LTA y su diferencia entre las clases, tal

como será ingresado a la red.

5.2. Red neuronal MLP

Los principales resultados de esta tesis provienen de la red MLP, su

entrenamiento utilizando distintas variantes, los procesos de comparación y

selección de los mejores modelos, y la evaluación de su desempeño en distintos

aspectos. Estos resultados concernientes a los diversos ámbitos mencionados, son

presentados a continuación.

5.2.1. Primeros modelos

Durante las primeras pruebas del algoritmo y el funcionamiento de la red MLP,

y tras realizar los primeros entrenamientos de modelos, se obtuvieron algunos

resultados preliminares, referentes a modelos de ejemplo basados en la arquitectura

de red utilizada por (Wang and Teng, 1995). Estos primeros registros, si bien no

tienen mayor in�uencia en posteriores análisis ni forman parte de la comparación

y selección de modelos, sirven como ejemplo del uso y potencial del algoritmo, el

funcionamiento de los scripts y métricas, además de presentar la posibilidad de

obtener mejores modelos, a través de la optimización y variación de sus parámetros.
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Figura 5.2.1: Curva de error y exactitud sobre set de validación de un modelo
MLP con 8 neuronas en capa oculta y función de activación Sigmoide. Error
�nal corresponde al error a la iteración 500, mientras que Exactitud es calculado
mediante 3.2.12.

La curva de error que muestra la �gura 5.2.1 se puede identi�car como una

caída exponencial, forma que se repetirá para los demás modelos, mientras que su

valor �nal de 0.2219 corresponde a un valor que posiblemente puede ser mejorado

(recordar que el error se basa enCross-entropy, ver sección 3.2.5). Por otro lado, la

exactitud obtenida (basada en el set de validación al igual que el error) se muestra

con un alto valor de 91.67 %, pero es necesario obtener mayor información de su

variación generando mayor cantidad de modelos, pues no se conoce su in�uencia

aún.

5.2.2. Comparación de modelos

A la hora de generar múltiples modelos de MLP con distintas arquitecturas, y

con el propósito de compararlos, se obtuvieron variadas métricas para contrastar

su desempeño y quedarnos con los mejores modelos, tal como se mencionó en 4.3.
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Frente a esto, uno de los primeros resultados en torno al aspecto de comparación

son las curvas de error entre versiones de la misma arquitectura de red. A modo

de ejemplo, y debido a la gran cantidad de modelos generados, se muestran

a continuación variados casos de modelos y sus distintas versiones, y como se

seleccionó el mejor de ellos.
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Figura 5.2.2: Curvas de error para las versiones de modelos, la escala del error
es logarítmica (para mejor visualización) mientras que los valores de error en rojo,
corresponden al valor normal. 1° imagen: Caso de función ReLU con 8 neuronas
en capa oculta. 2° imagen: Caso de función Sigmoide con estandarización y 16
neuronas en capa oculta. 3° imagen: Caso de función Tanh con estandarización y
20 neuronas en capa oculta.

De la �gura 5.2.2 es posible observar, para 3 casos de ejemplo, el progreso

del error a través de sus distintas versiones durante el proceso de entrenamiento,

hasta llegar a los valores �nales denotados en rojo. A partir de esta información,

es que se selecciona al modelo con menor error de sus 3 versiones. Al terminar

este primer proceso de selección, quedan 20 modelos restantes para cada función

de activación, una por cada número de neuronas, que pasan a un proceso de

comparación posterior.

Para mayor organización, se mostrarán los resultados de la comparación por

función de activación a continuación:

Función ReLU sin estandarización de datos:
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Figura 5.2.3: Primera imagen: curvas de error y error �nal asociado a cada
modelo según número de neuronas en la capa oculta para el caso de la función
ReLU sin estandarizar. Segunda imagen: En rojo el error �nal para cada modelo,
mientras que en barras azules la exactitud asociada.

Para este caso, de la �gura 5.2.3 es posible extraer información importante

sobre el error y su evolución según las neuronas en la capa oculta. En general,

el error es muy pequeño a partir de 4 neuronas hasta 20, variando alrededor
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de 0.04, además, este decae rápidamente dentro de las 500 iteraciones en el

entrenamiento, por lo que posiblemente aquellos correspondan a sus valores

estables. Por otro lado, la exactitud se mantiene alta y constante para la

gran mayoría de los modelos, lo que nos dice que la exactitud no tiene mucha

relación con el error, y tampoco con la cantidad de neuronas.

Función ReLU con estandarización de datos:
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Figura 5.2.4: Primera imagen: curvas de error y error �nal asociado a cada
modelo según número de neuronas en la capa oculta para el caso de la función
ReLU con estandarización. Segunda imagen: En rojo el error �nal para cada
modelo, mientras que en barras azules la exactitud asociada.

De manera similar a lo visto en la �gura 5.2.3, la �gura 5.2.4 muestra la

evolución del error, alcanzando un valor estable a partir de las 4 neuronas,

con la diferencia de que este demora un poco más en estabilizarse a lo largo

de las iteraciones, dando origen a curvas menos pronunciadas. En cuanto a

la exactitud exhibida por los modelos, esta se muestra más variable pero

manteniéndose mayor a 90 % para la mayoría de los modelos, además, no

es posible observar mayor in�uencia de la estandarización de datos por lo

menos para la función ReLU.

Función Sigmoide sin estandarización de datos:
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Figura 5.2.5: Primera imagen: curvas de error y error �nal asociado a cada
modelo según número de neuronas en la capa oculta para el caso de la función
Sigmoide sin estandarizar. Segunda imagen: En rojo el error �nal para cada
modelo, mientras que en barras azules la exactitud asociada.

La �gura 5.2.5 presenta diferencias con lo ya mostrado para la función ReLU.

En primer lugar, es posible observar una tendencia a la baja del error según

se incrementan las neuronas en la capa oculta, además, el error para las
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neuronas más altas, es más elevado en comparación a lo visto en las �guras

5.2.3 y 5.2.4, con un orden de magnitud de diferencia. En segundo lugar,

la disminución del error al aumentar las iteraciones es relativamente suave,

en contraste a las curvas de error en la función ReLU. Por el lado de la

exactitud, este se mantiene en altos niveles a pesar de todo, pero más cerca

del 90 % que del 100 %, como fue el caso del ReLU no estandarizado.

Función Sigmoide con estandarización de datos:
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Figura 5.2.6: Primera imagen: curvas de error y error �nal asociado a cada
modelo según número de neuronas en la capa oculta para el caso de la función
Sigmoide con estandarización. Segunda imagen: En rojo el error �nal para cada
modelo, mientras que en barras azules la exactitud asociada

Como se puede notar de la �gura 5.2.6, las similitudes con su contra-parte

no estandarizada son bastantes, desde los rangos de valores del error al

comportamiento de las curvas de error en la iteración 500, mostrando

similares valores para las distintas neuronas, presentando como único detalle

una leve mayor suavidad en estas curvas de error. La exactitud, por otro

lado, presenta mayor variabilidad, manteniéndose cercano al 90 % con pocos

modelos superando el 95 %, a diferencia de su versión no estandarizada.

Función Tanh sin estandarización de datos:
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Figura 5.2.7: Primera imagen: curvas de error y error �nal asociado a cada
modelo según número de neuronas en la capa oculta para el caso de la función
Tanh sin estandarizar. Segunda imagen: En rojo el error �nal para cada modelo,
mientras que en barras azules la exactitud asociada.

Se extrae de la �gura 5.2.7 que para el caso de la función Tanh, los errores

son bajos y estables para la mayoría de los modelos, al igual que la exactitud,

por lo que no es posible establecer una relación con la cantidad de neuronas.




	AGRADECIMIENTOS
	Resumen
	Introducción
	Hipótesis y objetivos
	Hipótesis
	Objetivos
	Objetivo general
	Objetivos específicos


	Marco Teórico
	Base de datos
	ObsPy
	STA/LTA

	Machine-learning
	Redes neuronales
	Multi-layered perceptron

	Gradiente descendiente
	Funciones de activación
	Regresión Softmax
	Cross-entropy
	Matriz de confusión


	Metodología
	Desarrollo de base de datos
	Eventos sísmicos
	Ruido sísmico

	Construcción red neuronal
	Arquitectura de MLP
	Entrenamiento de MLP

	Comparación de modelos
	Prueba de desempeño en versión final

	Resultados
	Extracción de parámetros
	Red neuronal MLP
	Primeros modelos
	Comparación de modelos
	Matrices de confusión
	Prueba de modelos
	Otros modelos
	Estadística de desempeño


	Discusión
	Conclusión
	Referencias
	Apéndices
	Apéndice
	Backpropagation
	Tensorflow y Scikit


